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که توابع ثابت تکه اى را یاد مى گیرند، چنین تعصبى را نشان نمى دهند. منظم سازى 
کافى و بهینه سازى دقیق ممکن است شبکه هاى عصبى را قادر سازد تا الگوهاى 

نامنظم را به طور مؤثر ثبت کنند.
به زبان ساده، زمانى که به توابع/مرزهاى تصمیم غیر-صاف مى پردازیم، شبکه هاى 
 Random .عصبى دچار مشکل مى شوند تا توابع مناسب بهترین تطابق را ایجاد کنند
Forest با الگوهاى عجیب، خشن، یا غیرمنظم بهتر عمل مى کنند. اگر بخواهم حدس 

بزنم که چرا، یک دلیل ممکن است استفاده از گرادیان در شبکه هاى عصبى باشد. 
گرادیان ها بر اساس فضاهاى جستجوى مشتقى استوار هستند که به تعریف صاف 
هستند. توابع نوك نما، شکسته و تصادفى نمى توانند مشتق گرفته شوند. براى مثال 
 Random) ملموس تر از تفاوت در مرزهاى تصمیم بین روش هاى مبتنى بر درخت

Forests) و یادگیرى عمیق به تصویر زیر نگاهى بیندازید.

شکل 2: عملکرد بهتر RF ها را مى توان به مرزهاى تصمیم گیرى دقیق ترى که تولید مى کنند نسبت داد. 

همانطور که دقت مى کنیم، مى توانیم ببینیم که Random Forest مى تواند الگوهاى 
نامنظم را در محور x (که با ویژگى تاریخ مطابقت دارد) یاد بگیرد که MLP آنها 
را نمى آموزد. ما این تفاوت را براى پارامترهاى پیش فرض نشان مى دهیم، اما به 
نظر مى رسد که این یک رفتار معمولى از شبکه هاى عصبى است و در واقع یافتن 
فراپارامترها براى یادگیرى موفقیت آمیز این الگوها دشوار است، هرچند غیرممکن 

نیست.
زمانى که متوجه مى شوید که روش هاى مبتنى بر درخت هزینه هاى تنظیم بسیار 
پایین ترى دارند، این امر حتى قابل توجه تر مى شود و وقتى صحبت از راه حل هاى 

سریع و ارزان قیمت به میان مى آید، آنها را بسیار بهتر مى کند.
دلیل دوم) ویژگى هاى غیر اطلاعاتى بر NNهاى MLP مانند، 

بیشترین تأثیر را مى گذارند.
اول به این مى پردازیم که ویژگى هاى غیر اطلاعاتى چه چیزى هستند. ویژگى هاى 
غیر اطلاعاتى که به عنوان ویژگى هاى نامربوط یا زائد نیز شناخته مى شوند، 
متغیرهایى در یک مجموعه داده هستند که اطلاعات معنى دارى را براى کار مورد 
نظر ارائه نمى کنند. این ویژگى ها بینش ارزشمندى را ارائه نمى دهند یا بین نمونه هاى 
مختلف تبعیض قائل نمى شوند. گنجاندن ویژگى هاى غیر اطلاعاتى در یک مدل به 
طور بالقوه مى تواند نویز ایجاد کند، پیچیدگى محاسباتى را افزایش دهد و منجر به 

overfi�ng شود.

یک عامل بسیار مهم دیگر، به ویژه براى کسانى که با مجموعه داده هاى بزرگ 
کار مى کنند، این است که همزمان چندین ارتباط را کد مى کنند. اگر ویژگى هاى 
نا مرتبط را به شبکه عصبى خود وارد کنید، نتایج بسیار بد خواهند بود (و شما ممکن 
است بسیارى از منابع خود را در آموزش مدل هاى خود هدر بدهید). به همین دلیل 
صرف زمان کافى بر روى تحلیل و اکتشاف دامنه (EDA/Domain Explora�on) بسیار 
مهم است. این کمک مى کند تا ویژگى ها را درك کنید و اطمینان حاصل کنید که 

همه چیز به طور صحیح اجرا مى شود.
هنگام افزودن و حذف ویژگى هاى بى اهمیت (به طور دقیق تر، کم اهمیت) با 

داده جدولى به اطلاعات سازمان دهى شده در یک جدول یا ساختار صفحه گسترده، 
که در آن داده ها در ردیف ها و ستون ها مرتب شده اند، اشاره دارد. هر ردیف معمولاً 
یک مشاهده یا نمونه خاص را نشان مى دهد، در حالى که ستون ها ویژگى هاى 
مختلف مرتبط با آن مشاهدات را نشان مى دهند. داده هاى جدولى معمولاً در 
پایگاه هاى داده، صفحات گسترمقادیر جدا شده با کاما یافت مى شوند. نمونه ها شامل 
مجموعه داده هایى با اطلاعات در مورد مشتریان، تراکنش هاى مالى، آزمایش هاى 
علمى یا هر سناریویى است که در آن داده ها را مى توان در قالب جدول ساختاریافته 

سازمان دهى کرد.  براى مثال به شکل یک دقت کنید.

شکل 1:  نمونه یک دیتاى جدولى

حال، بیایید به سوال کلیدى که شما را به اینجا رسانده بپردازیم: چرا روش هاى 
مبتنى بر درخت بهتر از یادگیرى عمیق عمل مى کنند؟

دلیل اول) شبکه هاى عصبى به سمت راه حل هاى بیش از 
حد صاف سوگیرى مى کنند.

نتایج حاکى از آن است که توابع هدف در مجموعه داده ها ویژگى هاى غیر 
هموارى را نشان مى دهند که در مقایسه با مدل هاى مبتنى بر درخت، چالشى را 
براى شبکه هاى عصبى در برازش این توابع نامنظم ایجاد مى کنند. این ها با یافته هایى 
همسو هستند که نشان مى دهند شبکه هاى عصبى تمایل دارند به سمت توابع 
فرکانس پایین سوگیرى داشته باشند. در مقابل، مدل هاى مبتنى بر درخت تصمیم، 

متخصصان یادگیرى ماشین در سراسر جهان، 
در حوزه هاى مختلف، به طور مداوم پدیده اى را 
مشاهده کرده اند: مدل هاى مبتنى بر درخت، مانند 
Random Forest، در تحلیل داده هاى جدولى از 

یادگیرى عمیق/ شبکه هاى عصبى بهتر عمل 
مى کنند.  حال بهتر است در ابتدا داده هاى جدولى 

را توضیح دهیم.

در  درخت  بر  مبتنى  مدل هاى  چرا 
داده هاى جدولى بهتر 
از یادگیرى عمیق عمل 

مى کنند؟



دیتاست را چرخانیده باشید، عملکرد آن ها تغییر نخواهد کرد. پس از چرخاندن 
دیتاست ها، رتبه بندى عملکرد یادگیرنده هاى مختلف معکوس مى شود، به گونه اى 
که ResNet ها (که بدترین بودند) به عنوان برترین عناصر ظاهر مى شوند. آن ها 
عملکرد اصلى خود را حفظ مى کنند، در حالى که تمام یادگیرنده هاى دیگر میزان 

قابل توجهى از عملکرد خود را از دست مى دهند. به شکل زیر دقت کنید.

شکل 4: عملکرد مدل ها بعد از اعمال چرخش

حال این سوال مطرح میشود که در واقع، چه معنایى دارد که مجموعه داده ها را 
چرخانده ایم؟ چرخش داده معمولاً به فرآیند تغییر یا تغییر جهت یا ترتیب نقاط داده 
در یک مجموعه داده اشاره دارد. این تکنیکى است که اغلب در یادگیرى ماشین و 
تجزیه و تحلیل داده ها براى معرفى تنوع، کاهش تعصب یا افزایش قابلیت هاى تعمیم 
مدل استفاده مى شود. چرخش مى تواند شامل بهم زدن ترتیب نقاط داده، تغییر توزیع 
مقادیر، یا تبدیل مجموعه داده به گونه اى باشد که ویژگى هاى اساسى آن را حفظ 

کند و در عین حال دیدگاه متفاوتى را براى اهداف آموزشى و ارزیابى ارائه دهد.
در همین حین، بیایید بررسى کنیم که چرا تغییرات واریانس چرخشى اهمیت 
دارند. استفاده از ترکیب هاى خطى از ویژگى ها (که این امر باعث تغییرناپذیرى در 
ResNets مى شود) ممکن است واقعیت و ارتباطات ویژگى ها را به نادرستى بازنمایى 

کند. یک مبناى طبیعى وجود دارد (در اینجا، مبناى اصلى) که بهترین ویژگى هاى 
مربوط به داده را کدگذارى مى کند و توسط مدل هایى که از چرخش بى تغییر 
هستند و احتمالاً ویژگى ها را با ویژگى هاى آمارى بسیار متفاوت مخلوط مى کنند، 

قابل بازیابى نیست.

نتیجه گیرى
در مجموع، این متن نشان مى دهد که مدل هاى مبتنى بر درخت، به ویژه در 
تحلیل داده هاى جدولى، نسبت به شبکه هاى عصبى/یادگیرى عمیق برترى دارند. 
دلایل این برترى شامل مقاومت به سوگیرى بیش از حد شبکه هاى عصبى، اثر 
بى تغییرى در برابر چرخش داده، و توانایى بهتر در مدیریت ویژگى هاى غیراطلاعاتى 
در مدل هاى مبتنى بر درخت است. همچنین، مدل هاى مبتنى بر درخت به راحتى 
مى توانند الگوهاى نامنظم و غیرهموار در داده هاى جدولى را یاد بگیرند، در حالى که 
شبکه هاى عصبى با چالش هاى بیشترى در برازش این توابع نامنظم مواجه مى شوند. 
این نتایج مطرح مى کنند که در موارد خاصى، انتخاب مدل هاى مبتنى بر درخت 
ممکن است به دلیل عملکرد بهتر در مواجه با خصوصیات خاص داده هاى جدولى 

مورد ترجیح باشد.
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استفاده از روش تصادفى، بر اساس نتایج بدست آمده، دو نکته جالب ظاهر شد:
حذف تعداد زیادى از ویژگى ها باعث کاهش چشمگیرى در تفاوت عملکرد بین 
مدل ها شد. این به وضوح نشان مى دهد که یکى از مزایاى بزرگ درخت ها، توانایى 

آن ها در مقاومت در برابر تأثیرات ویژگى هاى بدتر است.
افزودن ویژگى هاى تصادفى به مجموعه داده، نشان دهنده کاهش شدیدترى در 
شبکه ها نسبت به روش هاى مبتنى بر درخت است. به ویژه، ResNet به شدت تحت 
تأثیر این ویژگى هاى بى اهمیت قرار مى گیرد. فرض مى شود که مکانیزم توجه در 

ترنسفورمر تا حدى از این تأثیرات حفاظت مى کند.

شکل 3:  دقت آزمون هنگام حذف (a) یا اضافه (b) ویژگى هاى بى اطلاع کننده تغییر مى کند. 
ویژگى ها به ترتیب صعودى اهمیت حذف مى شوند (محاسبه شده با یک جنگل تصادفى). ویژگى هاى اضافه 
شده از گوسى هاى استاندارد نمونه بردارى مى شوند که با هدف و دیگر ویژگى ها همبسته نیستند. امتیازها در 
دیتاست ها میانگین گرفته مى شوند و نوارها متناظر با حداقل و حداکثر امتیاز در میان 30 ترتیب تصادفى مختلف 

(شروع با مدل هاى پیش فرض) هستند.

یک توضیح ممکن براى این پدیده مى تواند در روش طراحى درخت تصمیم، به 
ویژه در مفاهیم Informa�on Gain و آنتروپى در درخت تصمیم، باشد. 

آنتروپى، در زمینه درخت هاى تصمیم و نظریه اطلاعات، یک معیار از عدم قطعیت 
یا ناهماهنگى در یک مجموعه داده است. در زمینه الگوریتم هاى درخت تصمیم، 
مانند آن هاى استفاده شده در یادگیرى ماشین، آنتروپى به عنوان یک معیار رایج 
براى تصمیم در مورد چگونگى تقسیم یک مجموعه داده به زیرمجموعه ها استفاده 
مى شود. آنتروپى زمانى حداکثر است که کلاس ها در مجموعه داده به صورت 
متساوى توزیع شده اند و نشان دهنده عدم قطعیت بیشترى است. از سوى دیگر، 
آنتروپى زمانى حداقل (صفر) است که مجموعه داده خالص است، به این معنا که همه 
نمونه ها به یک کلاس تعلق دارند و عدم قطعیتى وجود ندارد. در زمینه درخت هاى 
تصمیم، هدف تقسیم داده به نحوى است که آنتروپى کاهش یابد و به درخت کمک 
کند تا تصمیماتى اتخاذ کند که به تدریج داده را بهتر سازماندهى و طبقه بندى کند.

Informa�on Gain یک معیار کارایى براى یک ویژگى خاص در دسته بندى 

داده هاست. در زمینه درخت تصمیم، هدف این است که مجموعه داده را به 
زیرمجموعه هایى تقسیم کنیم که از نظر متغیر هدف، به حد امکان یکنواخت باشند. 
افزایش اطلاعات بالا نشان مى دهد که ویژگى انتخاب شده در کاهش عدم اطمینان 
در مورد دسته بندى موثر است. الگوریتم هاى درخت تصمیم از افزایش اطلاعات به 
عنوان یک معیار استفاده مى کنند تا ویژگى بهترین جهت تقسیم را در هر گره تعیین 

کنند، با هدف ایجاد زیرمجموعه هایى که از نظر متغیر هدف یکنواخت تر هستند.
این مفاهیم به درخت هاى تصمیم این امکان را مى دهند که بهترین مسیرها را با 
مقایسه ویژگى هاى باقى مانده انتخاب کنند و ویژگى اى را انتخاب کنند که بهترین 

انتخاب ها را فراهم مى کند.
دلیل سوم) شبکه هاى عصبى نسبت به چرخش بى تغییر 

هستند. داده واقعى این ویژگى را ندارد.
شبکه هاى عصبى نسبت به چرخش بى تغییر هستند. این بدان معناست که اگر 
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