
 

 

ی ماشین هاتمیالگوری عیار پتاسیم شورابه با استفاده از نیبشیپی موثرجهت پارامترهاارزیابی 

 )مطالعه موردی: پلایای شهرستان خورو بیابانک، استان اصفهان( بردار پشتیبان و جنگل تصادفی

 چکیده

های پتاسیمی افزایش داده است. تضمین استخراج پتاسیم از شورابه اهمیت پتاسیم دربالا بردن کمیت و کیفیت محصولات کشاورزی، تقاضا را برای کودهای

 یبندتیمنظور اولوبه (SVM)بانیپشت بردارنیماش ( وRFی جنگل تصادفی )هاتمیاستفاده از الگور پژوهش نیا دفهدرآنهاست.  میپتاس اریمقدار عزیرزمینی 

اندازه یحفارگمانه  12در  پارامتر 55 تعداد منظور همین بهاستان اصفهان است.  ابانکیب و خور یایپلا در ینیرزمیز هشوراب میپتاس اریع بر مؤثر یپارامترها

ی مغزه در جرم مخصوص ظاهرعمق مختلف، 15مغزه در  رطوبت اشباع شامل درصد عنوان متغیرهای مستقل گیری شده بهاندازه پارامترهایشد.  یریگ

عناصر  زانیو م شورابه تهیدانسی، سطح هیلا میپتاس، نمک هیعمق لا ی،نیرزمیعمق آب ز ،گونیمساحت پل عمق مختلف،15مغزه در  تخلخلعمق مختلف، 15

های اهمیت ویژگی از روش هاپارامتر ی،بندتیاولو یبرا RFمدل در .وارد مدل شدند عنوان متغیر وابستهه عیار پتاسیم ب وکلر  م،یسد م،یزیمن، میکلس

خطی پارامترهای مستقل، تمام هم زا یریمنظور جلوگ به SVM تمیمختلف الگور یهاکرنلدر .استفاده شد (RFE)و حذف ویژگی جایگشتی (PFI)جایگشت

عنوان ه بررسی و ب MSEکمترین خطای و بالاترین ضریب تعیین و 8تر از نظر گرفتن ضریب تورم واریانس کمحاصل از متغیرهای مستقل با در هایترکیب

، sp ،ap ،duw ،slpبه ترتیب  SVMو تابع خطی الگوریتم  RFبینی عیار پتاسیم شورابه در الگوریتم ارامترهای مؤثر در پیشپ .بهترین ترکیب انتخاب شدند

SAR  وn ،sp ،duw  وSAR  )97/0و  99/0 ترتیبه مدل بضریب تعیین برای هر دو . ندشدبودند که منجر به بهترین نتیجه )ضریب تعیین زیاد و خطای کم 

 دهنده دقت خوب هر دو الگوریتم است.که نشان

 .بانیبردار پشت نیماش ،شورابه ،یجنگل تصادف ار،یع ینیبشیپ :یدیکل یهاواژه

ABSTRACT 

The importance of potassium in agricultural products has increased the demand for potassium fertilizers.Potassium grade in aquifers 

ensures its extraction.The purpose of this research is to use RF and SVM algorithms in order to prioritize the effective parameters 

on the potassium grade of saline water groundwater in playa Khoor and Biabank in Isfahan province.For this purpose, 55parameters 

were measured in12 drilling holes.The parameters measured as independent variables include the percentage of saturated moisture, 

the apparent specific gravity  and the porosity of the core at 15 different depths ,the area  polygon, the depth of the underground 

water, the depth of the salt layer, the potassium of the surface layer, the density of the brine and the amount Elements of calcium, 

magnesium, sodium, chlorine and grade potassium were included in the model as dependent variables.In the RF model, the of (PFI) 

and (RFE) were used for prioritization.In the different kernels of the SVM algorithm, in order to prevent the collinearity of the 

independent parameters,all the combinations of the independent variables, considering the variance inflation factor less than 8 and 

the highest coefficient of determination and the lowest MSE error,were examined and selected as the best combination.The effective 

parameters in predicting the grade potassium of the brine in the RF algorithm and the linear function of the SVM algorithm are sp, 

ap,duw,slp,SAR and n, sp,duw,and SAR respectively,which led to the best results.The coefficient of determination for both models 

is 0.99 and 0.97,respectively,which indicates the good accuracy of both algorithms. 

Keywords: grade prediction, random forest, saline water, support vector machine. 

 

 

 

 

 

 



 

 

 مقدمه

ویژه با توجه به رشد پیوسته جمعیت جهانی و افزایش نیازهای جدید برای تأمین مواد اصلی در کود، ارزش و اهمیت مواد معدنی، به

کشت، نیاز به منابع معدنی، قابل زراعی اراضیشود. افزایش جمعیت در سطح جهان و کاهش تر از همیشه مشخص میپتاسیم، روشن

عنوان ذخایر اساسی سنگی به یمهای زیرزمینی و پتاسشورابه در سطح دنیا .( ,2014Zörb) یش داده استطور خاص پتاسیم را افزابه

میلیون تن ذخیره  550دارای  کهشود کشور برتر دنیا در زمینه ذخایر پتاسیم، محسوب می 10ایران، یکی از  شوند.پتاسیم شناخته می

 .(1382منوچهری، ) در کشور استی نمکی( گنبدها) سنگی یمتاسمیلیون تن ذخیره پ 4به و اصورت شوربه یمپتاس

منجر خاص تجمع دارد که کمبود آن  طور عمده در مناطقیبه آن ذخایر که برای امنیت غذایییکی از عناصر بسیار ضروری  پتاسیم

 پدیدهخشک دنیا، پلایا یک بسیاری از مناطق خشک و نیمهدر  گردد.میکشاورزی  بخش وری دربهرهعملکرد تولید و به کاهش 

ایران با تنوع و تعداد بیشتری مرکز در مناطقی مانند غرب آمریکا، استرالیا و  ویژهبهشود. این پدیده ژئومورفولوژیک مهم شناخته می

 هستند. ذخایر پتاسیم یی ازقادیر بالامحاوی  هاهای زیرزمینی آنشورابه و پلایاها .(Shaw & Bryant, 2011) گرددمشاهده می

بالا، پیچیدگی در فرآیند استخراج، نیاز به  هایی نظیر هزینهچالش اب استخراج پتاسیم در گنبدهای نمکی کشف و روش کهییازآنجا

استخراج  مانند جدیدی هایشود از روش، توصیه میهمراه استپایین در برخی سازندها  یبازده داشتن تجهیزات پیشرفته و همچنین

در استخراج شورابه  وارد مهماز م یک. ی(1382 منوچهری،) شودموجود در پلایاها استفاده  یمپتاس ذخایرهای کویری و پتاسیم از شورابه

 ،ینمعد وادم عیار تخمین جهتدر شورابه است.  میپتاس اریع کند،یم نیمنابع را تضم نیاز ا و بهینه مؤثر یبردارکه بهره اهایاز پلا

 یها؛ که روش(1384 حسنی پاک،شود )یبه کار گرفته م یآمارنیبر فواصل و زم یمبتن ،یهندس یهاروش مانند یمتنوع یهاروش

 فیها ضعآن انیم یمکان یوابستگ ایها کم باشد که تعداد داده یها، ممکن است در مواردها و تعداد آنداده عیبسته به توز ،یآمارنیزم

بنابراین جهت تخمین مقادیر مواد معدنی استفاده از (؛ Dutta et al., 2010) مواد معدنی را انجام دهند نیتخم درستیبهباشد، نتوانند 

تخمین عیار مواد معدنی استفاده  منظوربهی نوین هاروشباشد که یکی از  صرفهبهو مؤثر بسیار  تواندیمی نوین با دقت بالا هاروش

ازجمله  ،فراوانی یکاربردها یدارا نیدر علوم زم ی یادگیری ماشینهاتمیالگوری یادگیری ماشین است. استفاده از هاتمیالگوراز 

 .استی منابع معدن یابیتا ارز ییایمیناهنجار ژئوش ینواح صیتشخ

 یهاپاسخ جادیا نابراین برایب شوندیشناخته م یشاخه از هوش مصنوع کیعنوان بهیادگیری ماشین  یهاتمیالگور کهییازآنجا

 یهاگذشته و داده اتیبا استفاده از تجرب ستمیها بهبود عملکرد سآن ی. هدف اصلشوندیاستفاده مبالا  نانیقبول با درصد اطمقابل

 4یتیو تقو 3ینظارت مهی، ن2، بدون نظارت1نظارت با یریادگشامل یبه چهار دسته  وزشاساس نوع آم بر هاتمیالگور نیاست. ا یآموزش

 با یریادگی درهستند یادگیری با نظارت از  ییهانمونه 6بانیبردار پشت نیو ماش 5یتصادف یهاجنگل یهاتمیالگور .شوندیم میتقس

در نظر  یعنوان ورودمستقل را به یرهایمتغ هاتمیالگور نیوابسته. ا یرهایمستقل و متغ یرهایوجود دارد: متغ رینظارت، دو نوع متغ

 شودیم جادیا 7گرتخمینتابع  کیوابسته،  یرهایمتغ ینیبشیپ یبرا بنابراین؛ نمایند ینیبشیپی و سازوابسته را مدل یرهایمتغتا  گرفته

 ندیعنوان فرآکه به ندیفرآ نی. اکندیم سازیمدلوابسته را  یرهایمتغ ریو مقاد کردهاستفاده  یعنوان ورودمستقل به یرهایمتغکه از 

                                                           
1 Supervised 
2 Unsupervised 
3 Semi supervised 
4 Reinforcement 
5 Random forest 
6 Support vector machine 
7 Estimator 



 

 

ها مشخص هستند( مستقل وابسته آن یرهایمتغر دو که ه ییهاموجود )داده هایدادهروی  شود،یشناخته م)واسنجی( آموزش  یا تعلیم

 (. ,2019Ray) ابدییدقت لازم ادامه مبه دنیتا رس مدل 1یفرا پارامترهابا تنظیم  و شودیاعمال م

ی نمکی نقش هااچهیدرتبخیر که در گسترش  ازجمله هاآنبر به دلیل شرایط خاص محیطی حاکم  خشکمهینمناطق خشک و 

ی اقلیمی و توپوگرافی هایژگیوبا توجه به  .شوندیممناطق برای یافتن ذخایر پتاسیم محسوب  نیترعنوان مهمبه، کندیماساسی ایفا 

؛ که منطقه خور و بیابانک در استان اصفهان یکی از این شوندیمگسترده در مرکز ایران یافت  صورتبهکشور ایران، مناطق مشابه 

ی صنعت، هدف این پژوهش ارزیابی هابخشمناطق است. با توجه به اهمیت پتاسیم در بخش کشاورزی، امنیت غذایی کشور و سایر 

ی یادگیری هاتمیالگوراده از جهت برآورد و تخمین عیار پتاسیم شورابه در پلایای شهرستان خور و بیابانک با استف مؤثری پارامترها

 مؤثری پارامترهاو تعیین صرفه بهمقرونروش های نوین، کم هزینه و  عنوانبه (جنگل تصادفی و ماشین بردار پشتیبان)ماشین 

و  سیمی از ذخایر پتابرداربهرهبهبود  منظوربهدر جهت سنجش عیار پتاسیم  یرگذاریتأثبا بیشترین  مورداستفاده(ی مستقل رهای)متغ

 و آزمایشگاهی است. اجرایی، عملیاتی یهانهیهزکاهش 

 پیشینه پژوهش

در  هاتمیالگوراین  است. شدهگرفتهبه کار  ییهاپژوهشمعدنی در  منابع اریع جهت تخمین در ی یادگیری ماشینهاتمیالگور استفاده از

تخمین  (،Pozdnoukhov, 2005) یعیرادیواکتیویته طب مواد تهیه نقشه (،Matías et al., 2004) تیتخمین عیار کانسارهای اسل

 ,Dutta) یمکان یهاتحلیل داده(، Twarakavi et al., 2006) یابستر مشتق شده از رسوبات رودخانهغلظت آرسنیک در سنگ

 (،Moorthi et al., 2011؛Mahmoud, 2012 & Soliman) یاتصاویر ماهواره یبندطبقه (،Dutta et al., 2010طلا ) (،2006

 Tenorio et) یخچالیتین نوع لاپ(، Maleki et al., 2014، آهن )(Rodriguez-Galiano et al., 2012) نیپوشش زم یبندطبقه

al., 2015،) نیرزمیز یهاآب یسازمدل( یBaudron et al., 2013 ؛Naghibi et al., 2016،) یمعدن ی موادنگرندهیآ (Harris, 

2016 & McKay 2015؛Galiano et al., -Rodriguez ،)طلا (2019Zhang et al., ( مس ،)2020 .,Wang et al).  .اشاره کرد

(2015 ).Sheng et al آهنسنگ یهانمونه یبندطبقه یبرا فی راجنگل تصادالگوریتم و  2زریاز ل یشکست ناش یسنجفیاز ط یبیترک 

ست. برخوردار ا آهنسنگی هانمونهی بندطبقهدرصد( در جهت  100استفاده کردند که نتایج نشان داد که مدل از دقت بسیار بالاتری )

(2018) Jafrasteh et al. ریو عملکرد مدل با سا یریمس پورف ریذخا اریع یابیارز یرا برا جنگل تصادفیبر  یمدل مبتن کی لیپتانس 

ه ( بیمعمول جینگنشانگر و کر نگیجی)مانند کر یآمارنیزم تکنیک( و ایهیچندلا ی)مانند شبکه عصبی یادگیری ماشینی هاتمیالگور

 ییاز همگرا نانیاطم یبرا میدرخت تصم 500استفاده شده با مورد یپارامترها با جنگل تصادفیبر  یمدل مبتننشان داد  نتایج .کاربردند

نشان داد که استفاده از الگوریتم جنگل تصادفی  et al. Schnitzler( 2019) نتایج پژوهش .ار است، از کارایی بهتری برخوردمدل

نشده  یریگاندازه ییایمیژئوشبرای تخمین عناصر کارآمد یک ابزار  تواندیم کانادا یماتاگام یمنطقه معدنجهت ارزیابی غلظت سدیم در 

 .باشد یداده اکتشاف گاهیپا کیدر 

 هاروشمواد و 

 مطالعه موردمنطقه 

                                                           
1 Hyperparameter tuning 
2 LIBS 



 

 

نمک قرار دارد. این منطقه با  بزرگ ریکوی غربجنوبای خشک و بیابانی از توابع استان اصفهان است که در خور و بیابانک، منطقه

درجه  34دقیقه تا  37درجه و  33متر از سطح دریا، در مختصات عرض جغرافیایی  705، با ارتفاع متوسط لومترمربعیک 27/3794وسعت 

 شناسیدقیقه شرقی گسترده شده است. سازندهای زمین 14درجه و  55دقیقه تا  16درجه و  54دقیقه شمالی و طول جغرافیایی  11و 

 یآلپ هاییخوردگنیمرکزی است که به چ رانیهای اکوه زءهای آن جاست. کوه کیکلس یو با افق سطح یآهک ،ینمک ،یمنطقه گچ

 بندی دومارتن فراخشک گرم استآن طبق روش طبقه میقرار دارد و اقل یشمال مکرهین یابانیدر کمربند ب ابانکیب و تعلق دارد. خور

 6/46و  -14 بیحداقل و حداکثر دمای مطلق منطقه به ترت ابانکیخور و ب یشناسهای اداره هوا. طبق داده(1395موسوی و همکاران، )

موقعیت  1. شکل است ساعت در سال 3300و تعداد ساعات آفتابی  متریلیم 9/83بلندمدت بارش آن  نیانگیم، گرادیدرجه سانت

دهد. شده است؛ نشان میکه در قسمت شرقی پلایای خور و بیابانک واقع لومترمربعیک 05/49با وسعت  را موردمطالعهجغرافیایی منطقه 

 .ان از منظر وجود معادن پتاسیم استترین پلایاهای ایرترین و شاخصپلایای موجود در این منطقه یکی از مهم

  
 خور و بیابانک شهرستان در استان اصفهان، موردمطالعهبرداری شده منطقه موقعیت جغرافیایی منطقه نمونه. 1شکل 

 گیری شدهپارامترهای اندازه

سازی آماری ی آزمایشگاهی و مدلهالیوتحلهیتجزبرداری میدانی، شناسی آن تلفیقی از نمونهاین پژوهش از نوع کاربردی بوده و روش

 .صورت گرفت ها) گمانه حفاری( در این پلیگون یریگمغزهکوچک انتخاب و  گونیپل 6بزرگ و  گونیپل 6 است. در محدوده موردنظر

را نشان  شدهبرداشتهای ی شده و مغزهریگمغزه گونیپلای از نمونه 2شکل  ند.گیری شدگمانه حفاری اندازه 12پارامتر در هر  55تعداد 

بنابراین  برداری وجود دارد؛های زیادی برای نمونههای بالای حفاری محدودیتدهد. در پلایا به دلیل شرایط سخت محیطی و هزینهمی

، گرم pb1-pb15، )، جرم مخصوص ظاهریدرصد( ،n1-n15، )تخلخل پارامترهر گمانه حفاری سه در  .به همین میزان نمونه بسنده شد

متری به  5/1 تا صفراز عمق ی به ترتیب به فواصل، متر 10تا عمق ( ، درصدsp1-sp15، )و درصد رطوبت اشباع (سانتی متر مکعب بر

 متریسانتی 100متری به فواصل  10تا  4متری و از عمق سانتی 50متری به فواصل  4تا  5/1متری، از عمق سانتی 30فواصل 

، جرم داخل اتیلن گلیکول یوربه روش اشباع و غوطه تخلخل. شد عمق مختلف انجام 15ر مذکور در سه پارامت یریگاندازه جداسازی و

 گیری شد.اندازه روش رطوبت وزنی، با و درصد رطوبت اشباعداخل پارافین مذاب  یورغوطهمخصوص ظاهری با 



 

 

،  slp، )، پتاسیم لایه سطحیبا استفاده از متر (مربع، متر ap، )گون یپلپارامترهای سطحی، مساحت  گمانه حفاری، 12هر  همچنین در

 گیریبعد از عملیات مغزه، (، سانتی مترduw، )ی عمق آب زیرزمینیرسطحیزو پارامترهای با استفاده از دستگاه فلیم فتومتر  (درصد

با  (، گرم بر سانتی متر مکعبd، )دانسیته شورابهدر شورابه زیرزمینی،  و نیز با متر (، مترdsl، ). عمق لایه نمکشد یریگاندازهعمق آن 

 و پتاسیم( ، گرم بر لیترnaشورابه، ) میزان سدیم و است دانسیته مایعات یریگاندازهی برا یلهوس نیترقیدقکه ر یکنومتپاز استفاده 

، mg) ،شورابه و منیزیم (، گرم بر لیترca)شورابه،  میکلس ،فتومتر فلیمه استفاده از دستگا با (، گرم بر لیترPotassium gradeشورابه، )

 ,Estefan) اندازه گرفته شد نقره تراتیبا ن ونیتراسیبه روش ت (، گرم بر لیترclشورابه، ) کلر و EDTAروش تیتراسیون با  به (گرم بر لیتر

2013). 

 
 ازیموردنگیری پارامترهای اندازه منظوربه شدهبرداشتهای ی انتخابی و مغزههاگونیپل. 2شکل 

 

 های یادگیری ماشینالگوریتم

 یسنت یهاکه روش یمعن نیبه ا م،یهست مواجه دهیچیپ یکه با مسائل رندیگیمورداستفاده قرار م یزمانیادگیری ماشین  یهاتمیالگور

 یهاروش ی نسبت بهسازبالاتر در مدل ییدقت و توانا لیبه دل هاتمیالگور نیحل کنند. ا خوبیبهمسئله را  توانندیکننده نم ینیبشیپ

 . در ادامه،شودی( بهره گرفته مSVM) بانیبردار پشت نی( و ماشRF) یمعروف به نام جنگل تصادف الگوریتم. از دو ددارن برتری یسنت

 است. شدهارائهها توضیحات مختصری در مورد هر یک از این الگوریتم

 الگوریتم جنگل تصادفی

 دهیچیپ میبه تنظ ازیبدون ن یطورمعمول حتکارآمد است که به اریساده و بس نیماش یریادگی تمیالگور یک( RF) یجنگل تصادف

گروه از  کی جادیا با RFاست.  مناسب ونیو هم رگرس یبندمسائل دسته یهم برا تمیالگور نی. ادهدیرا به ما م یعال جیپارامترها نتا

 یبرا یمیدرخت تصم یادیروش، از تعداد ز نیا در (.1395پوری، خویی و عبدالهامینی) کندیعمل م یصورت تصادفبه میتصم یهادرخت



 

 

. سپس شودیها انتخاب ماز داده ینمونه تصادف کیبا استفاده از  یصورت تصادف. هر درخت بهشودیاستفاده م یینها جهیبه نت دنیرس

 .شودیم دیجد یهابه گروه هاهداد میکار باعث تقس نی. اشودیم جادیهر درخت ا یبرا هایو ورود هایژگیاز و یتصادف رمجموعهیز کی

مختلف  یهاها به گروهنمونه کیهر درخت به تفک گر،یدعبارتبه ؛دهدیانجام م ینیبشیپ کیصورت جداگانه درواقع، هر درخت به

. شودیهر نمونه مشخص م یها، برچسب مناسب برادرخت نیتوسط ا شدهداده یتعداد را نیشتریب لیبا تحل ت،ی. درنهاکندیکمک م

 (.Nitze et al., 2012) آوردیها بوده و بهبود دقت و عملکرد مدل را به ارمغان مدر داده زیو نو راتییبا تغ ارسازگ اریبس تمیالگور نیا

 نیترعیسر RF ن،ی. همچنشودیاستفاده م ینیبشیپ یهادر مدل برازش بیشاز مشکلات  یریجلوگ یبرا روش معمولاً نیاز ا

 ینیبشیتا پ بردیها بهره مدر داده یشتریدرخت، از اطلاعات ب یادیاز تعداد ز یریگها است و با بهرهداده یبنددر دسته هاتمیالگور

 Mohri et) باشدکم  هایژگیداده نسبت به تعداد و یهاکارآمد است که تعداد نمونه یزمان ژهیوبه تمیالگور نیانجام دهد. ا یترقیدق

2018al., .) را با سرعت بالا و با دقت  یبنددسته تمیالگور نیو ا شودیداده استفاده م یهااز مجموعه یاریبس یبرا یاز جنگل تصادف

 یهزاران درخت برا یحت ایاز صدها  RF، دارندتکیهمدل  کیهیکه بر پا ونیمانند رگرس یسنت یها. برخلاف روشدهدیبالا انجام م

ها در داده یشتریتا از اطلاعات ب دهدیامکان م تمیالگور نیبه ا یمیتصم یهااز درخت ادیتعداد ز نی. اکندیماستفاده  یسازمدل

 (.Chen et al., 2020) یابدها دست و روابط داده هایژگیاز و یترقیدق یهاکند تا بتوان به استنباط یبرداربهره

 ماشین بردار پشتیبانالگوریتم 

 نی. ارودیبه کار م ونیو رگرس یبندمسائل طبقه یقدرتمند است که برا نیماش یریادگیروش  کی( SVM) بانیبردار پشت نیماش

، SVMدر  .از پژوهشگران جلب کرده است یادیتوجه ز دهد،یکه در انواع مسائل ارائه م یبرتر جیبالا و نتا ییبه علت کارا تم،یالگور

 نی. اشوندیم میتقس نیبه دو کلاس خاص جداگانه و مع یآموزش یهاکه داده شودیم جادیا یاگونهبه یجداساز 1ابرصفحه کی

 یها بردارهانقاط که به آن نینقاط دو کلاس به حداکثر برسد. ا نیترکینزد نیکه فاصله ب شودیانتخاب م یاگونهبهابرصفحه 

دقت  ییتوانا تمیالگور نیا .شودیها استفاده ماز آن یبندطبقه ندیو در فرآ کنندیم نییابرصفحه را تع تیموقع ود،شیگفته م 2بانیپشت

مهم است. در  گرید یهانسبت به روش تیمز نیکه ا دهدینشان م بانیبردار پشت یرا با تعداد کم دیجد یهاداده یبندبالا در طبقه

 یبرا یو با استفاده از آن، مقدار خروج داکردهیپ یو خروج یورود یهاداده یخط را برا نیاست بهترقادر  SVM ز،ین ونیمسائل رگرس

با  یرخطیغ یهاداده کیتفک یی، تواناSVMبرجسته  یهایژگیاز و یکی(. Yang et al., 2008) کند ینیبشیرا پ دیجد یهاادهد

 صیها تخصبه آن یشتریو ابعاد ب شدهاعمال یورود یهاوجود دارند که بر داده یاستفاده از توابع کرنل است. توابع کرنل متعدد

. اغلب شودیم جادیها اداده یبرا یاابعاد بالاتر، ابرصفحه جداکننده یو در فضا شوندیافزوده م هایبه ورود یابعاد اضاف نی. ادهندیم

 نیا. شودیاستفاده را م نیشتریب دیگموئیو تابع س یشعاع هیتابع پا ،یاچندجمله ،یاز توابع کرنل خط بانیبردار پشت نیماش تمیدر الگور

 هاآن، جهتنیفضاها رادارند. ازا نیها در اداده کیبا بعد بالاتر و تفک یبه فضاها ییابتدا یهاداده لیتبد یی، تواناSVMبه کمک  3توابع

 آورده شده است. 1جدول  در توابع نیروابط ا. دهندیرا م یرخطیغ یهاداده کیامکان تفک SVMبه مدل 

 

 

                                                           
1 Hyperplane 
2 Support Vectors 
3 Kernel functions 



 

 

 SVMالگوریتم  توابع متداول .1جدول 

 نوع تابع فرمول

tanh(γxixj+cofficient) سیگموئید 

exp(-γ‖xi-xj‖
2
 پایه شعاعی (

[γxixj+cofficient]
d
 یاچندجمله 

xi×xj خطی 

 

 سازیمراحل مدل

شده بودند از  یریعمق مختلف اندازه گ 15که در   pbو  n ,sp  پارامتر سه یبرا مدل به یورود یهاداده مجموعه تعداد کاهش جهت

 یمؤلفه اصل لیوتحلهیها تجزکاهش ابعاد داده یها براروش نیترقیو دق نیاز کارآمدتر یکی .شد استفاده دادهکاهش ابعاد  کیتکن

(1PCA )تا آنجا که ممکن  و دهدیتر کاهش مر ابعاد کوچکموردنظر د یهاتیاز خصوص یرا به تعداد هایژگیمذکور و روش. است

Gil., -García) کندیندارند؛ استخراج م یهمبستگ گریکدی با که رامهم  یهایژگیو و کندیرا حفظ م هاموجود در داده راتییتغ است

 نیا و دارند میپتاس اریع ینیبشیدر پ یشتریب تیکه اهم ییهایژگیو بر تمرکز جهت PCAروش  ازسه پارامتر ذکرشده  در(. 2018

و  Na، Mg ریمتغ سه نیشد. همچن لیعمق معادل تبد کیشد و هر پارامتر به  استفادهدارند  گریکدیرا با  یهمبستگ نیترکم هایژگیو

Ca میسد یبا شاخص نسبت جذب (SAR،  با استفاده از رابطه تریوالان بر ل یاک یلیم )10 تیاستفاده شدند. در نها یدر مدل ساز 1 

ها و روند داده یسازمراحل آماده 3. شکل شدند انتخاب یینها یسازمدل یبرا SARو  n، sp، pb، duw، dsl، slp، d، Clپارامتر 

سازی بر اساس ملاحظات مربوط به هر الگوریتم به مدلدر مرحله بعدی و  .دهدیو خلاصه نشان م یکیرا به صورت شمات یسازمدل

 شود.و توضیحات بیشتر در قسمت نتایج و بحث ارائه میپرداخته شد که نتایج 

 (1رابطه 
𝑆𝐴𝑅 =

Na+

√1
2

(Ca2+ + Mg2+)

 

 

                                                           
1 Principial Component Analysis 



 

 

 
1. Principal Component Analysis, 2. Sodium Absorption Ratio, 3. Permutation Feature Importance, 4. Recursive Feature Elimination 

 سازی عیار پتاسیم در مطالعه حاضردر مدلخلاصه، مراحل و توابع استفاده شده . 3شکل 

و  Sklearn، Numpy، Pandas یهاشده است و از کتابخانهانجام Python یسینوبرنامه زبانبا استفاده از  یسازمدل ندیفرآ هیکل

Matplotlib تمیالگوردو  هر در .داستفاده ش SVM  وRF، 70 30مدل و  جادیمنظور او به یآموزش یهاعنوان دادهها بهدرصد از داده 

به کار  شدهدیتول یهااعتبار مدل یابیو ارز شیآزما یهامنظور داده به یآموزش یهاطور کامل مستقل از دادهها، بهداده گریدرصد د

 ,.Ghorbanzadeh et alعملکرد به همراه داشته است ) نیبهتر بیترک نیاند که ا(. محققان نشان دادهKisi et al., 2006رفت )

 یریادگی یهاتمیالگور در باشند،یم متفاوتها آن یریگاندازه واحد وها داده رنج نکهیا به توجه با(. Tiwari et al., 2018؛ 2018

 تا است ازین نیبنابرا باشد، داشته یمثبت عملکرد تواندینم و است همراه یافزارنرم و یافزارسخت تیمحدود با تابع عملکرد نیماش

 Ioffe &) است نیماش یریادگی یهادقت مدل شیافزا یها روش مؤثر براداده یسازشوند. نرمال 1زینرمالاشده پردازش ریمقاد

Szegedy, 2015 .)از روش  هاتمیالگور نیا درMinMaxScaler  استفاده شد. 2و بر اساس رابطه 

 

=x̂ (2رابطه 
x-min(x)

max(x) - min(x)
 

 

 هامدلرزیابی ا

(، RMSEهای مجذور میانگین مربعات خطا )بینی عیار پتاسیم شورابه پلایاها از آمارهدر پیش SVMو  RFهای ارزیابی عملکرد مدلبرای 

 Moriasiاستفاده شد ) 6تا  3( بر اساس روابط 2Rو ضریب تعیین ) (MSEخطای میانگین مربعات ) (MAEقدر مطلق خطای نسبی )

et al., 2007.) 

                                                           
1 Normalize 



 

 

RMSE (3رابطه  = √
∑ (𝑦𝑖 − 𝑦̂𝑖)
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MAE (4رابطه  = √
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میانگین مقادیر  y ها و نمونهتعداد  n است و شدهینیبشیو پ واقعی گیریبه ترتیب مقادیر اندازه 𝑦̂و iyهای بالا که در رابطه

 MSE و RMSE ،MAE و کمترین مقادیر خطاها 2R مقدار ضریب تبیین نیترشیبمجموع، مدلی که در؛ است واقعی گیری شدهاندازه

 ی و برآورد عیار پتاسیم شورابه پلایا برخوردار است.نیبشیپرا داشته باشد، از عملکرد بهتری در 

 و بحث نتایج

 الگوریتم ماشین بردار پشتیبان

ارائه شده است و همچنین  4بالای موجود بین متغیرهای مستقل موجود که نتایج آن در شکل  1همبستگی پیرسونبر اساس ضریب 

ساز بوده و باعث برازش ( مشکلSVMهای رگرسیونی )همانند ی مستقل که در استفاده از مدلرهایمتغبررسی چندخطی بین  منظور به

خطی و مخصوصاً تابع خطی آن که به هم SVM( استفاده شد. در الگوریتم رگرسیونی 2VIFشود؛ از عامل تورم واریانس )بیش از حد می

به عنوان یک عامل جهت جلوگیری از این مشکل استفاده شد. به این صورت  VIFو چندخطی متغیرهای مستقل بسیار حساس است؛ از 

 10( با توجه به تعداد متغیرهای مستقل )SVMد در که با نوشتن یک الگوریتم جدید )مختص مطالعه( در هر تابع )چهار کرنل موجو

های ( ترکیب مختلف از ویژگی1024)برابر  102توان ( در کل میSARو  n ،sp ،pb ،duw ،dsl ،slp ،d ،Clگیری شده پارامتر اندازه

( MSEخطای میانگین مربعات )، کمترین 8تر از کوچک VIFها که دارای گیری شده داشت؛ بررسی شدند و آن مجموعه از ویژگیاندازه

ی رهایمتغبین و چندخطی خطی هم گونهچیهنابراین (. ب3سازی انتخاب شدند )شکل برای مدل ( بودند؛2Rو بالاترین ضریب تعیین )

  .سازی وجود نداشتانتخاب شده در هر کرنل برای مدلمستقل 

                                                           
1 Pearson Correlation Coefficient 
2 Variance Factor Inflation 



 

 

      

 
 بر اساس ضریب همبستگی پیرسون همبستگی موجود بین متغیرهای مستقل و وابسته .4شکل 

 ،باشند داشته SVMدر هر کرنل  را( MSEو کمترین  2R، بیشترین 8تر از کوچک VIF)که سه شرط مذکور  یهایژگیو 2 جدول

منجر به  SARو  n ،sp ،duwپارامترهای  Linear، به عنوان مثال برای کرنل 2بر اساس نتایج ارائه شده در جدول  .دهدیرا نشان م

 ارائه شده است. 2ها در جدول سازی انتخاب شدند. نتایج دیگر کرنلبهترین دقت برای مدل

 

 

 

 

 

 

 



 

 

 SVMهای مختلف الگوریتم برای کرنل هاویژگیبهترین مجموعه انتخاب نتایج  .2جدول 

 
 SVMدر مدل  شورابهپتاسیم  عیار (Predicted) شدهینیبشیپو  (Measured) ی شدهریگاندازهنمودار مقادیر واقعی  5شکل در 

و  (RBFی )شعاع هیتابع پا ،(Polyی )اچندجمله ،(Linearی )خط تابعدر چهار  (Testسنجی )صحتو  (Trainواسنجی )ی هادادهبرای 

 خطی تابع سنجیصحتو  واسنجیدر دو مرحله  ،ذکرشدهدر میان توابع  دهدنشان می نتایج .است شدهمیترس (Sigmoid) یدیگموئیس

عیار پتاسیم  (SAR) میسدنسبت جذب و ( duw)ی نیرزمیز، عمق آب (sp) ، درصد رطوبت اشباع(n) ی تخلخلپارامترهابا در نظر گرفتن 

برای سری  در تابع خطی MAEو  2R ،MSE ،RMSEهای آماری مقادیر شاخص ؛ وی کرده استنیبشیپشورابه را با دقت خوبی 

و  2R ،MSE ،RMSEهای آماری به دست آمد. همچنین شاخص 0555/0و  0626/0، 0039/0، 97/0به ترتیب  واسنجیهای داده

MAE به  است. بعد از تابع خطیگرم بر لیتر  0626/0و  0639/0، 0041/0، 97/0مدل به ترتیب برابر با  سنجیصحتهای برای داده

مدل  اعتمادقابلدهنده نتایج خوب و نشان نتایج. اندبودهرای بالاترین دقت دا سیگموئید ی، پایه شعاعی واچندجملهی هاکرنلترتیب 

SVM  است. نتایج دیگر توابع مدلSVM  است. شدهارائه 5در شکل 

VIF 2R کرنل 2R مجموعه بهترین ویژگیها  واسنجی

Linear n

 صحتسنجی  

62/4 

97/0 97/0 
sp 97/4 

duw 77/6 

SAR 04/6 
RBF pb 39/2 

93/0 98/0 sp 24/2 

SAR 14/1 
Poly ap 23/5 

94/0 99/0 dsl 58/2 

Cl 69/3 
Sigmoid pb 41/2 

92/0 96/0 
sp 58/2 

duw 81/6 

SAR 25/6 

 



 

 

 
 موردمطالعهبینی میزان عیار پتاسیم پلایاهای در برآورد و پیش SVMهای مختلف الگوریتم سنجی کرنلنتایج واسنجی و صحت .5شکل 

 الگوریتم جنگل تصادفی

 از یتصادف یارمجموعهیز از استفاده با درخت هر و است میتصم یهادرخت بر یمبتن یگروه یریادگی روش کی که RF تمیالگور در

 ونیرگرس مشابه مفروضات بر که است درختان توسط شدهانجام یهاینیبشیپ از یامجموعه ،یینها ینیبشیپ و شودیم ساخته هایژگیو

 در VIF و ستین معنادار یتصادف جنگل مدل کی در VIF و ندارد وجود آن در یچندخط مشکل لیدل همان به و کندینم هیتک یخط

 ،n، sp) شده انتخاب یهایژگیو همه با ابتدا RF تمیالگور در، 3با توجه به مراحل نشان داده شده در شکل . نشد محاسبه تمیالگور نیا

pb، duw، dsl، slp، d، Cl  وSAR )یهاروش از استفاده با سپس. است شده ارائه 6 شکل در آن جینتا که شده پرداخته یسازمدل به 

Permutation Feature Importance (PFI )و Recursive Feature Elimination (RFE )هایی که بیشترین تأثیر در میزان عیار ویژگی

سازی در ها پرداخته شد )نتایج این مدلسازی با استفاده از پارامترهای انتخابی این روشمدلپتاسیم داشتند؛ انتخاب شده و دوباره به 

 ارائه شده است(. 8شکل 

 

و  واسنجی یهارای دادهب RF مدل شده عیار پتاسیم شورابه بابینییششده و مقادیر پ یریگنمودار مقادیر واقعی اندازه 6در شکل 

به  MAEو  MSE ،RMSEو  99/0معادل  2Rبا دارا بودن  واسنجیی هادادهیج نشان داد، مدل نتا است. شدهیمترس سنجیصحت

 سنجیصحتهای برای داده MAEو  2R ،MSE ،RMSEهای آماری همچنین شاخصو  0269/0و  0319/0، 0010/0ترتیب معادل 

نیز  6طور که در شکل همان .از دقت بالایی برخوردار است است کهگرم بر لیتر  0551/0و  0584/0، 0034/0، 98/0 به ترتیب مدل

 از .کرده است بینییشپ بالاییگفت مقادیر را با دقت  توانینزدیک هستند و م سازبه خط نیم RFمدل ، نتایج شودیدیده م یخوببه



 

 

ها بر روی شده با مقادیر برازش شده یکسان خواهند بود و همه نقاط دادهدرصد شود تمامی مقادیر مشاهده 1برابر  2R لحاظ تئوری اگر

 (. ,2015Devore) دارندخط برازش شده قرار 

 

 
 عیار پتاسیمبینی میزان گیری شده در پیشی اندازهپارامترهابا استفاده از تمام  RFسنجی الگوریتم نتایج واسنجی و صحت. 6شکل 

 RF روش دربر عیار پتاسیم شورابه  مؤثر هایبندی پارامتریتاولو

یی که بیشترین اثر بر عیار پتاسیم پارامترها نیترمهم یبندتیاولوبرای انتخاب و  6در شکل  شدهارائهو  آمدهدستبهمطابق نتایج 

( استفاده  ,2020Jeon & Oh) 2و حذف ویژگی بازگشتی (Kaneko ,2022) 1ی اهمیت ویژگی جایگشتهاروشاز اند داشتهشورابه را 

 1که دارای رتبه  7در شکل  شدهمشخصپارامتر  5سازی مجدد از برای مدل آورده شده است. سپس 7نتایج آن در شکل  ؛ کهشد

 است. شدهاستفاده ،( هستندb7)شکل 

                                                           
1 Permutation Feature Importance 
2 Recursive Feature Elimination 



 

 

 

 
 RFسازی مجدد با استفاده از الگوریتم ( برای مدلbها )( و انتخاب آنa) هایژگیونتایج بررسی اهمیت . 7شکل 

ی، نسبت جذب نیرزمیزشامل، عمق آب  نیز مشخص است و 7که در شکل  تیپراهمپارامتر  5 سازی مجدد با استفاده ازبعد از مدل

، مورد ارزیابی قرار گرفت که نتایج آن شدهداده، مدل توسعه است گونیپلسدیم، پتاسیم لایه سطحی، درصد رطوبت اشباع و مساحت 

توان به مدلی می بازهم تیپراهمی هایژگیوو انتخاب  است. با توجه به نتایج، با کاهش پارامترهای ورودی مدل شدهارائه 8در شکل 

، MSEو  00/1معادل  2Rبا دارا بودن  واسنجیهای  داده درنتایج نشان داد، مدل دوم نیز  کهیطوربه. افتیدستبا دقت بسیار خوب 

RMSE  وMAE  2های آماری همچنین شاخصو  0184/0و  0217/0، 0005/0به ترتیب معادلR ،MSE ،RMSE  وMAE  برای

 از دقت بالایی برخوردار است. است که 0412/0و  0444/0، 0020/0، 99/0 به ترتیب مدل سنجیصحتهای داده

 

 



 

 

  

 بینی میزان عیار پتاسیم( در برآورد و پیش6)نتایج شکل  شدهانتخابهای با استفاده از داده RFسنجی الگوریتم نتایج واسنجی و صحت .8شکل 

 RF که روش استعیار پتاسیم شورابه  بینییششده برای پاستفاده یهادهنده کارآمدی مدلنتایج حاصل نشاندر کل، بررسی 

 همچنین نسبت به چندخطی بین پارامترهای مستقل حساس نیست. RFی الگوریتم از طرف داراست. SVMعملکرد بهتری را نسبت به 

 (،2013et al.,  Li) عیار با استفاده از مدل ترکیبیتخمین تلفیق . معدنی نشان دادند بعنام برآورددر هایتمالگورمحققان دیگری نقش 

در تخمین ذخیره  آمارزمینعصبی مصنوعی و  هایشبکه قیتلف (، BandopadhyayChatterjee & ,2011) پلاتینتخمین منبع 

در  یخوب، دارای این توانایی است که عیار را بههای یادگیری ماشینیتمالگور آمدهدستمطابق نتایج به .( ,.2016Jalloh et al) معدنی

، استخراج مواد معدنیآتی  یهامناسب، امکان اظهارنظر در مورد برنامه الگوریتمتخمین بزند. درواقع با استفاده از یک  پلایانقاط دیگر 

 .درازمدت وجود داشته باشد، ممکن خواهد بود یزیربه صورتی که امکان برنامه

 گیرینتیجه

فاده الگوریتم از استهدف . نیست یسازپیچیده مدل یهانیازی به یادگیری و نوشتن فرمولبا استفاده از یادگیری ماشین،  یسازدر مدل

بینی عیار ی در برآورد و پیشسازکردن مدل تریقو دق یسازتکمیل، ساده ی؛سازمدل ها درالگوریتم استفاده از اینیادگیری ماشین و 

رای دا بینی است و این محیطپیشیرقابلشرایط غآنکه به علت  پلایاسیستم  در است. در مطالعه حاضر ازآنجاکه پلایاها پتاسیم شورابه

 مؤثری پارامترهاتوان یمهای بالای حفاری و آزمایشگاهی با استفاده از الگوریتم مناسب ینههز جهت جلوگیری ازبالا است،  یچیدگیپ

که دارای خاصیت  هایییستم. به همین منظور استفاده از سعیار پتاسیم بالاتر را از طریق الگوریتم یادگیری ماشین مشخص کرد در

نتایج نشان استفاده شد.  RFو  SVMدو الگوریتم یادگیری باشند و انتخاب بهینه این پارامترها را انجام بدهند، احساس شد. بنابراین، از 

عمل از  اما در بینی عیار پتاسیم شورابه را انجام دهد.با دقت بالایی توانسته است پیش RF، مدل SVMو  RF داد از بین دو الگوریتم

عمق لایه نمک، تخلخل، جرم مخصوص های متغیر RFدر الگوریتم  توان با دقت مناسب و خوب استفاده کرد.هر دو الگوریتم می

 واسنجی داده در 2Rدر برآورد عیار شورابه بالاتر داشته است و مقدار  ترین نقش رایشبظاهری، میزان کلر شورابه و دانسیته شورابه 



 

 

تابع  ،یاچندجمله ،ی، توابع خطمختلف توابع نیاز ب SVM بوده است. در الگوریتم 98/0معادل  2R سنجیصحت داده درو  99/0برابر 

متغیرهای که بیشترین اثر بر  بالاترین دقت را داشته است و که در بین این توابع، تابع خطی شداستفاده  دیگموئیو تابع س یشعاع هیپا

 میسدنسبت جذب ی و نیرزمیزی تخلخل، درصد رطوبت اشباع، عمق آب پارامترها، شامل اندداشتهعیار پتاسیم شورابه را در این کرنل 

(SAR )2و مقدار اند بودهR 2آزمون  داده درو  97/0آموزشی برابر  داده درR  های الگوریتم دقتبهبا توجه بوده است.  97/0معادل

نمود.  بینییشپپلایا دارند؛ را  یی که بیشترین تأثیر در عیار پتاسیم شورابهپارامترها توانیم هاتمیالگور، با استفاده از این شدهیبررس

یشگاهی زیاد جلوگیری آزماهای حفاری و ینههزو از ا خواهد کرد لایکمک زیادی به اکتشاف ذخایر پتاس در سایر پ پارامترهااین 

 کند.یم

 منابع

علوم  هینشر .افتهیبهبودبندی ترافیک شبکه با استفاده از الگوریتم جنگل تصادفی (. طبقه1396) .رضایعل پوری، عبداللهو  .،زهره امینی خویی،
 .38-24 ( :2) 2 .رایانشی

 مؤسسة انتشارات دانشگاه تهران.تهران:  . چاپ دوم.اکتشافی یهاتحلیل داده (.1384اصغر )یحسنی پاک، عل
خاک در  یریپذشیفرسا یساز(. مدل1395جواد. ) دینژاد، س یو سادات .،حجت دیس ،ی، موسو.ابوالفضل ،یرنجبرفردوئ ی.،عل دیس ،یموسو

    . 80-67 :(13) 5 .ابانیب ستمیاکوس یمهندس. یدورسنج یهابا استفاده از شاخص ابانکیمنطقه خور و ب
 .پتاس، دانشنامه مواد و صنایع معدنی ایران، شرکت تحقیق و گسترش صنایع معدنی ایران (1382)شهرزاد  ،نوچهریم
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Evaluation of effective parameters for predicting the potassium grade of  

saline water  by using support vector machine and random forest algorithms 

(case study: playa of Khoor and Biabank area city, Isfahan province) 

EXTENDED ABSTRACT 

Introduction: 

  With the increase in the world population, one of the important issues in the field of agriculture is increasing the production 

of agricultural products, and potassium is one of the most widely used elements to increase crop yield. For this reason, the demand 

for potassium fertilizers increases. One of the main sources of potassium fertilizers is underground water one of the important issues 

in saline water extraction is the amount of potassium grade of saline water. conventional methods of grade estimation, such as 

geometric and geostatistics techniques, cannot accurately estimate the grade value and have low accuracy. one of the novel solutions 

to estimate the grade of minerals is Machine learning algorithm, which perform evaluation and determination of the grade of 

mineral resources with high accuracy. 

Objective: 

The aim of this research is to Evaluation of effective parameters for predicting the potassium grade of  saline water   by using 

of  machine learning algorithms (random forest and support vector machine) as new, low cost and cost effective methods and 

determining the effective parameters (independent variables used ) with the greatest influence measuring the potassium grade in 

order to improve the utilization of potassium reserves and reduce executive, operational and laboratory costs. 

 Materials and method: 

In this  research is to use support vector machine (SVM) and random forest (RF) algorithms in order to predict and prioritize 

the effective parameters on the potassium grade of groundwater in playa  Khoor and Biabank in Isfahan province. For this purpose, 

55 different parameters were measured in 12 boreholes (sampling locations).The parameters measured as independent variables 

include the percentage of saturation moisture core at 15 different depths (sp1 sp15), the apparent specific gravity of the core at 15 

different depths (pb1 pb15), the porosity of the core at 15 different depths (n1 n15), polygon area (ap), underground water depth 

(duw), salt layer depth (dsl), surface layer potassium (slp), brine density (d) and the amount of calcium (Ca), magnesium (Mg), 

sodium (Na), chlorine ( Cl) and the dependent variable were also the potassium grade in the brine (Potassium Grade). three 

parameters n, sp and pb which were measured in 15 different depths; They were converted into an equivalent parameter using the 

principal component analysis (PCA) method. Also, three measured parameters, Ca, Mg, and Na were entered into the model with 

the sodium absorption ratio (SAR) formula. A total of 10 measured parameters were entered into the model as independent variables 

to predict the grade of potassium. Both RF and SVM models were implemented in Python programming language based on the 

relationship between dependent variable and independent variables. In different kernels of the SVM algorithm, in order to prevent 

the collinearity of independent parameters, all the different combinations of independent variables (2 to the power of 10 different 

combinations) considering the variance inflation factor (VIF) less than 8 and the highest coefficient of determination and the lowest 

MSE error are checked and the best combination were chosen. Permutation Feature Importance (PFI) and Recursive Feature 

Elimination (RFE) methods were used in the RF model to prioritize and select parameters for modeling.  

Results and discussion: 

The parameters effective in predicting the potassium grade  of the both in the RF algorithm and the linear function of the 

SVM algorithm were sp, ap, duw, slp, SAR and n, sp, duw, and SAR respectively, which led to the best results (high determination 

coefficient and low error). Based on the results, the accuracy of the model (explanation coefficient) for the RF model and SVM 

(linear function) was 0.99 and 0.97, respectively, which indicates the good accuracy of both algorithms. Effective parameters in 

choosing suitable areas for drilling in order to extract potassium from saline water   play a significant role and prevent repeated and 

time consuming tests in the laboratory, and the developed models can be used for this purpose 

Conclusion: 

         Machine learning algorithms are one of the most important techniques for evaluating mineral grade estimation . Given that, 

a large part of the country consists of arid and semi arid areas, where there are many playas that are rich in underground saline 

water that have good and suitable reserves of potassium  and  because in playa,  the conditions are unpredictable and the 

environment has high complexity ،Effective parameters in choosing suitable areas for drilling in order to extract potassium from 

saline water   play a significant role. 
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