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Detection of iron deficiency in peaches using image processing and artificial 

neural network model 
 Abstract 

Accurately and promptly monitoring the nutritional conditions of fruit orchards is crucial for providing optimal fertilizer 

recommendations, which in turn improves yield and enhances the quality of agricultural products. The current laboratory methods 

used to evaluate nutritional condition in fruit trees are expensive, challenging, time-consuming, and require an expert. In this study, 

image processing methods and neural network models was utilized to determine the stages of iron deficiency in peach trees. 

Therefore, a database containing 800 images of peach leaf samples was acquired. These images were then classified into four 

categories using the KNN clustering method: no deficiency, low deficiency, moderate deficiency, and severe deficiency. The 

preprocessing, feature extraction, and modeling operations were performed in the MATLAB software, version 2017. Features such 

as mean and standard deviation were extracted from the RGB, HSV, and Lab color space components of each image. Subsequently, 

the principal component analysis (PCA) algorithm was applied to the feature vector. To determine the optimal structure of the 

network, criteria including precision, accuracy, recall, and the F1-score were evaluated. These criteria helped ascertain the number 

of optimal inputs and the corresponding number of neurons for each combination of input features (PCs). Results indicated that the 

neural network model, structured as 6-36-4, achieved an accuracy of 89.73 ± 0.54%, precision of 89.59 ± 0.57%, recall of 89.52 ± 

0.51%, and an F1-score of 89.55 ± 0.54% in detecting levels of iron deficiency in peach tree leaves. The findings from the confusion 

matrix and the developed model reveal that this method can effectively and efficiently detect the severity of iron deficiency in 

peach tree leaves. 

Keywords: Iron deficiency, Image processing, KNN clustering, Neural network, Peaches. 

 

 یمصنوع یو مدل شبکه عصب ریکمبود آهن در هلو با استفاده از پردازش تصو صیتشخ

 چکیده
است.  یمحصولات کشاورز تیفیک شیدر بهبود عملکرد و افزا یاتیبخش ح کی یکود نهیبه هیتوص یبرا وهیم یهاباغ یاهیتغذ طیشرا قیو دق عیسر شیپا

 نییبه منظور تع قیتحقاین  فرد متخصص هستند. ازمندیبر و نگران، دشوار، زمان وهیدرختان م هیتغذ تیوضع یمورد استفاده برا یفعل یشگاهیآزما یهاروش
برگ هلو در ابتدا  یهااز نمونه ریتصو 800داده شامل  گاهیپا کیاستفاده شد.  یو مدل شبکه عصب ریکمبود آهن در درختان هلو، روش پردازش تصو زانیم

 اتیشدند. عمل یبندطبقه دیشددر چهار کلاس بدون کمبود، کمبود کم، کمبود متوسط و کمبود  KNN یبندبا استفاده از روش خوشه ریو تصاو هیته
از  اریو انحراف مع نیانگیم یهایژگیانجام گرفت. و 2017افزار متلب نسخه در نرم یبا استفاده از شبکه عصب یسازو مدل هایژگیاستخراج و پردازش،شیپ

 یاعمال شد. برا یژگیبردار و ی( بر روPCA) یصلمولفه ا زیآنال تمیاستخراج شدند و سپس الگور ریهر تصو Labو  RGB ،HSV یرنگ یفضاها یهامولفه
 یهایژگیو بیمتناظر با هر ترک یهاو تعداد نورون نهیبه یهایتعداد ورود نییتع یبرا F اریو مع یابیدقت، صحت، باز یارهایشبکه مع نهیساختار به نییتع

 ،%( 59/89 ± 57/0) صحت ،%( 73/89 ± 54/0) دقت با است قادر 6 – 36 – 4با ساختار  ینشان داد که مدل شبکه عصب جیها( استفاده شد. نتاPC) یورود

اغتشاش  سیبدست آمده از ماتر جیدهد. نتا صیسطح کمبود آهن در برگ درخت هلو را تشخ زانمی%F (54/0 ± 55/89  ) ارمعی و%(  52/89 ± 51/0) یاببازی
 دهد. صیدرختان هلو را تشخ بالا شدت کمبود آهن در برگ ییروش قادر است با کارا نیو مدل توسعه داده شده نشان داد که ا

  هلو.، شبکه عصبی، کمبود آهن، KNN یبندخوشه ر،یپردازش تصو: کلمات کلیدی

 

 مقدمه

 ,.Zhou et alشود )ترین عوامل تاثیرگذار بر کیفیت و عملکرد محصول محسوب میکمبود عناصر غذایی بعد از تنش آبی یکی از مهم

های ای مهم در باغاتی است که در خاککمبود آهن به عنوان یک عنصر ریزمغذی یک اختلال تغذیهدر میان عناصر ریزمغذی (. 2019

ها آهن کل به میزان کافی در خاک وجود دارد اما امکان (. در بسیاری از خاکBavaresco and Poni., 2003اند )هشد آهکی احداث

 ونی، عدم تعادل CaCO3 یبالا و محتوا pH ی به علتآهک یهاخاکدر  .(Başar, 2000) دارد به دلایلی در دسترس گیاه قرار نگیرد

علائم کمبود آهن در گیاه  ،خاک و تراکم فیضع یهخاک، رطوبت بالا، هواد نییپا ایبالا  اریبس یمانند دما فیضع یکیزیو خواص ف
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 هیتغذ تیوضع ی تعیینبرا یها شاخص معتبردر برگ کل غلظت آهن رو این(. از Lucena 2000؛ Köseoğlu 1995گردد )مشاهده می

از  شتریب یحت ایاغلب مشابه  زهکلرو یهادر برگکل غلظت آهن که ها نشان داده بررسی و ستین یمحصولات کشاورزدر آهن 

ها آهن در برگبالای آپوپلاست و رسوب بخشی از   pHمغایرت به دلیل نیا (.Neaman and Aguirre, 2007سبز است ) یهابرگ

 (.Romheld, 2000باشد )مین فعال یکیولوژیزیاست که از نظر ف

و  هیتجز یبرگ برا هایبرداری و ارسال نمونه نمونه ای خبره فرداز  کمک گرفتنکشاورزان  یموجود برا یهانهیدر حال حاضر، گز

 یحلراه تلاش دارد تامطالعه  نیا ن،ی. بنابراباشدمی نهیپرهزها سخت و روشاین  یدوهر برداری از بهره، که است شگاهیآزمابه  لیتحل

های در نتیجه هدف تحقیق حاضر، ایجاد یک پایگاه داده از نمونه برگ. دهد ارائهمشکل  نیا یبرا قیدقو  ، مقرون به صرفهدکارآم

بندی آنها در چهار سطح مختلف فاقد کمبود، کمبود کم، کمبود متوسط و کمبود شدید و در نهایت توسعه یک مدل گیاه هلو، طبقه

های آزمایشگاهی مرسوم یگزینی با روشمبتنی بر پردازش تصویر و یادگیری ماشین با هدف تشخیص میزان کمبود آهن جهت جا

 است.

 پیشینه پژوهش   

برگ و گل  عناصر بیبر ترک . کمبود آهنشودیم ظاهرجوان  یهابرگ یمعمول یبه صورت زرد کمبود آهناز محصولات  یاریدر بس

 .(Tagliavini and Rambola, 2001) ها استاز گونه یاریبس تیفیو کمیوه توجه در عملکرد، اندازه کاهش قابل عاملو  گذاشته ریتأث

استفاده  هزینه بالایی دارند. بر بوده ون به طور معمول زمانهای آزمایشگاهی و تخریبی برای تشخیص میزان کمبود آهاستفاده از روش

برای تشخیص ای و سنسورهای زمینی با استفاده از تصاویر هوایی، ماهواره های مبتنی بر پردازش تصویر و یادگیری ماشین از روش

 ;Han & Watchareeruetai., 2019عناصر غذایی در گیاهان از گذشته مورد توجه پژوهشگران قرار گرفته است )کمبود علایم 

Jafarbiglu & Pourreza, 2023.) ،چندطیفیهای تصویربرداری با وجود گسترش سامانه در این بین (Borhan et al., 2017; Leemans 

et al., 2017) ابرطیفی و (Liu et al., 2015; Wang et al,. 2018)،  استفاده از حسگرهای تصویربرداری طیف مرئی از محبوبیت بالایی

در بررسی توان به غیر مخرب بودن، دقت و سرعت بالا و ارزان بودن آن می از مزایای این روش. (Barbedo, 2019) برخوردار است

 (.Sladojevic et al., 2016; Imani et al., 2020اشاره کرد ) های گیاهبرگ شکل رنگ و تغییرات

 کنند،یاستفاده م یاهیگ یماریشدت ب نیو تخم یبندطبقه ،ییشناسا یبرا یو هوش مصنوع نیماش یینایکه از ب یمطالعات انیدر م

 Li et al., 2010; Sulistyo(، گندم )Tewari et al., 2013; Chen et al., 2017; Sun et al., 2018) مانند برنج یمحصولات کشاورز

et al., 2018( و ذرت )Condori et al., 2017; Romualdo et al., 2018; Luz et al., 2018 ) در زمینه . اندقرار گرفتهبیشتر مورد مطالعه

 Vakilian andکمبود عناصر غذایی بخش قابل توجهی از مطالعات موجود به تشخیص و تخمین کمبود عناصر ماکرو مانند نیتروژن )

Massah, 2017; Wang et al., 2018( فسفر ،)Liu et al., 2015; Sun et al., 2018a( پتاسیم ،)Balasubramaniam and Ananthi, 

2016; Sun et al., 2018b( منیزیم ،)Culman et al., 2017; Muhammad Asraf et al,. 2017تحقیقات اندکی در مورد  ( پرداخته و

 ( را انجام گرفته است.Hu et al., 2012(، منگنز )Ghosal et al., 2018عناصر میکرو مانند آهن )

در نتیجه  .کودی متفاوتی نسبت به سطوح دیگر دارد ازیسطح ن شود و هر یدر سطوح مختلف ظاهر م هلوکمبود آهن در درختان 

های نوین جهت ارائه تواند کمک شایانی در تحقیق و توسعه ابزاررویکردی ساده، پایدار و حساس برای تشخیص میزان کمبود آهن می

بر  یروش مبتن کییک پایگاه داده شامل چهار طیف کمبود آهن تهیه و مطالعه  نیدر اتوصیه کودی هوشمند داشته باشد. از این رو، 

 هلو بر اساس میزان کمبود آهن ارائه شد. درخت یهاخودکار برگ یبندطبقه یبرا شبکه عصبی مصنوعی

 شناسی پژوهشروش
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 جمع آوری داده و تصویربرداری 

واقع در اطراف دچار کمبود باغ هلو  70ماهه با علایم کلروز شدید، متوسط، ضعیف و بدون کمبود از 3-2نمونه برگ  800تعداد 

  1401در بازه خرداد تا تیر ماه سال ( 1شهرستان ارومیه شامل: جاده سرو، جاده سنتو، جاده دریا، جاده بالانج و جاده سلماس )شکل 

 های مربوط به آهن در گروه خاک دانشکده کشاورزی، دانشگاه ارومیهگیریها و نیز اندازهو عملیات تصویربرداری از برگآوری جمع

جوان دارای علایم کمبود آهن  هاینمونه برگ و مختلف انجام گرفتبرداری به صورت تصادفی از نقاط در هر باغ نمونه انجام شد.

 آوری و تا زمان انتقال به آزمایشگاه داخل محفظه سرد نگهداری شد.دار جمعهای زیپداخل کیسه

 29ونی مگاپیکسل )با فاصله کان 12دارای سنسور  6sها توسط دوربین تلفن همراه هوشمند آیفون مدل تصویربرداری از تمامی برگ

و سرعت شاتر دوربین به ترتیب در بازه  ISO( انجام گرفت. در زمان تصویربرداری میزان فاز صیخودکار با تشخ فوکوسی و متریلیم

ها از پس زمینه سفید برای پردازش و جداسازی برگقرار داشت. برای تسهیل مراحل مربوط به پیش 50/1-100/1و  25-40

ها و به طور عمودی قرار گرفت. سانتی متری از برگ 25-15زمان تصویربرداری دوربین در فاصله حدود  تصویربرداری استفاده شد. در

 JPEGو با فرمت  RGBپیکسل در فضای رنگی  4672×3504بیتی رنگی و اندازه  24تصاویر دیجیتالی ثبت شده به صورت تصاویر 

 .ذخیره گردیدند

 بندی تصاویرگیری آهن فعال و طبقهاندازه

 1های برگ های برگ تازه جهت استخراج مقدار آهن فعال کاملا شسته و سپس هوا خشک شدند. از نمونهپس از ثبت تصاویر نمونه

 16. پس از (Katial and Sharma, 1980) ( به آن اضافه گردیدpH = 3درصد با ) 5/1میلی لیتر محلول فنانترولین  10گرم توزین و 

های ( و با استفاده ازسریShimadzu AA-6300ها با دستگاه جذب اتمی )قرائت آهن نمونهشدند.  ه حجم رساندهها صاف و بساعت نمونه

 K-Nearest یبندخوشه تمیبا استفاده از الگور هابرگ ریتصاو ت،یدر نها. (Zohlen, 2000استاندارد آهن در اولین فرصت انجام گرفت )

Neighbors  آنآهن فعال مقادیر بر اساس( 2+هاFe به چهار کلاس )( بدون کمبودNone( کمبود کم ،)Low کمبود متوسط ،)

(Moderate( و کمبود شدید )Severe) شدند. روش  یبندطبقهKNN برای  ،یچند بعد یهاداده تیریمؤثر آن در مد ییتوانا لیبه دل

 
 واقع در اطراف شهرستان ارومیه، استان آذربایجان غربی، ایران. شده یبردارنمونهمناطق . ۱شکل 



 

4 
 

( مورد استفاده قرار گرفت. شکل 2Fe+آهن فعال )مقدار برگ و  ریتصو یرنگ یکانال سبز فضا نیانگیم یژگیو بندی با استفاده ازخوشه

 دهد. یدهد که سطوح مختلف کمبود آهن را نشان م یشده را نشان م یداده جمع آور گاهیبرگ از پا رینمونه تصاو 2

    
 )د( )ج( )ب( )الف(

 .آوری شده. الف( بدون کمبود، ب( کمبود کم، ج( کمبود متوسط، د( کمبود شدیدجمعتصاویر مربوط به برگ درخت هلو با سطوح مختلف آهن در پایگاه داده . 2شکل 

 PCA-ANNاستخراج ویژگی و توسعه مدل 

با  .توسعه داد شد های هلو بر اساس میزان آهن فعال در برگبندی نمونه برگطبقه یبرا PCA-ANNنام  اب یمطالعه ساختار نیادر 

ترین عامل موفقیت در تعیین نیاز کودی گیاه است، تشخیص میزان کمبود آهن در گیاه با مقدار آهن مهم دقیق که تخمینتوجه به این

ها ترین گام در تخمین آهن نمونههای کشاورزی دقیق است. از این رو استخراج موثر ویژگی مهماستفاده از ماشین بینایی از ضرورت

 .های مورد مطالعه هستندهای استخراج شده از نمونهرنگ بسیار وابسته به ویژگی های موجود برای مدلسازی بر اساساست، زیرا روش

 Vesaliانتقال داده شدند ) *L*a*bو  HSVبه فضای  RGBدر مرحله اول پس از انجام عملیات پیش پردازش، ابتدا تصاویر از فضای 

et al., 2015): 

  

1) C = max⁡⁡(R. G. B) − min⁡⁡(R. G. B) 

2) 

𝐻𝑢𝑒 =

{
 
 

 
 60⁡ × (

𝐺 − 𝐵

𝐶
)⁡⁡⁡⁡⁡⁡𝑚𝑎𝑥(𝑅. 𝐺. 𝐵) = 𝑅

⁡60⁡ × (2 +
𝐵 − 𝑅

𝐶
)⁡⁡⁡⁡𝑚𝑎𝑥(𝑅. 𝐺. 𝐵) = 𝐺⁡

60⁡ × (4 +
𝐺 − 𝐵

𝐶
)⁡⁡⁡⁡𝑚𝑎𝑥(𝑅. 𝐺. 𝐵) = 𝐵

 

3) 
𝑆𝑎𝑡𝑢𝑟𝑎𝑡𝑖𝑜𝑛 = {

0⁡⁡⁡⁡⁡𝑉 = 0
𝐶

⁡𝑚𝑎𝑥(𝑅. 𝐺. 𝐵)⁡
⁡⁡𝑉 ≠ 0 

4) 𝑉𝑎𝑙𝑢𝑒 = 𝑚𝑎𝑥(𝑅. 𝐺. 𝐵) /⁡255 
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5) 
[
𝑋
𝑌
𝑍
] = ⁡ [

0.412453 0.357580 0.180423
0.212671 0.715160 0.072169
0.019334 0.119193 0.950227

] [
𝑅
𝐺
𝐵
] 

6) [𝑋𝑛, 𝑌𝑛, 𝑍𝑛] = ⁡ [0.950450⁡, 1.000000⁡, 1.088754⁡] 

{
 
 

 
 𝐿∗ = 116(

𝑌

𝑌𝑛
)

1
3⁄

− 16⁡⁡⁡𝑓𝑜𝑟⁡
𝑌

𝑌𝑛
> 0.008856

𝐿∗ = 903.3 (
𝑌

𝑌𝑛
)

1
3⁄

⁡⁡⁡⁡⁡⁡⁡⁡𝑓𝑜𝑟⁡
𝑌

𝑌𝑛
≤ 0.008856

 

7) 
𝑎∗ = 500⁡(𝑓 (

𝑋

𝑋𝑛
) − 𝑓 (

𝑌

𝑌𝑛
)) 

𝑏∗ = 200⁡(𝑓 (
𝑋

𝑋𝑛
) − 𝑓 (

𝑍

𝑍𝑛
)) 

{
𝑓(𝑢) = 𝑢

1
3⁄ ⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡𝑓𝑜𝑟⁡𝑢 > 0.008856

𝑓(𝑢) = 7.787𝑢 +⁡
16

116
⁡⁡⁡𝑓𝑜𝑟⁡𝑢 > 0.008856

 

 

باشند. شایان ذکر است می XYZمقادیر مربوط به فضای رنگی  Zو  X ،Yمقادیر شدت رنگ قرمز، سبز و آبی و  Bو  R ،Gکه در آن 

 *L*a*bرا به  XYZو سپس  داده رییتغ XYZ یرا به فضاباید تصویر ابتدا  *L*a*bبه  RGB تصاویر از فضای رنگی لیتبد یبرا

 .کرد لیتبد

های آماری شامل میانگین و انحراف بندی تصاویر، ویژگیهای رنگی جهت طبقهتر مولفهدر نهایت برای یافتن ترکیب بهتر و دقیق

 د:استخراج شدن Labو  RGB ،HSVهای مربوط به فضاهای رنگی معیار برای هریک از کانال

8) 
𝑚𝑒𝑎𝑛(𝜇𝑖) =

∑ ∑ 𝐼𝑖(𝑥, 𝑦)
𝑁
𝑦=1

𝑀
𝑥=1

𝑀 ×𝑁
 

9) 
𝑠𝑡𝑎𝑛𝑑𝑎𝑟𝑑⁡𝑑𝑒𝑣𝑖𝑎𝑡𝑖𝑜𝑛(𝜎𝑖) = √

∑ ∑ (𝐼𝑖(𝑥, 𝑦) − 𝜇)
2𝑁

𝑦=1
𝑀
𝑥=1

𝑀 ×𝑁
 

به ترتیب عدد مربوط به سطر و ستون پیکسل در تصویر هستند. در نتیجه متغیرهای  𝑁و  𝑀مقدار مربوط به هر پیکسل و  𝐼𝑖که در آن 

 ویژگی آماری( عدد بود. 2 ×مولفه رنگی  9) 18در کل برابر  ورودی برای این فضاهای رنگی

شده، ابتدا  برازش مدل آموزش دادهبندی، کاهش پیچیدگی و احتمال بیشکه گفته شد، برای کاهش زمان آموزش طبقه یطور همان

متغیرهای  PCAیک ابزار پرکاربرد برای آنالیز داده و کاهش ابعاد است.  PCAهای ورودی استفاده شد. از آنالیز مولفه اصلی بر روی داده
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نگارد که در آن بر روی داده، متغیرهای ورودی را به فضایی می 1گیرد و با اعمال یک تبدیل متعامدورودی دارای همبستگی را می

های متعامدی های اصلی به صورت جهتشوند. مولفهنامیده می PCهای اصلی یا همبسته هستند. متغیرهای فضای جدید مولفهنا

جهت یافتن بهترین ساختار شبکه عصبی یک ارزیابی سیستماتیک ها دارای بیشترین واریانس است. شوند که داده در آن جهتتعریف می

های هلو بر اساس میزان آهن فعال بندی برگعصبی برای طبقهشبکه یافتن بردار ویژگی بهینهانجام شد. هدف اصلی در این بخش 

(+2Fe .بود. بدین منظور، در قدم اول ساختار بهینه شبکه عصبی برای هر بردار ویژگی مورد بررسی قرار گرفت )بند در نهایت مدل طبقه

های لایه مخفی توسعه داده شد. ساختار مدل از یک لایه مخفی با و نورون برای لایه ورودی های اصلیبر اساس تعداد بهینه مولفه

تا  1) هابا تعداد متفاوتی از نورون شبکه های لایه مخفیسازی تانژانت سیگموئید تشکیل شده بود. برای انتخاب تعداد نورونتابع فعال

بار تکرار انجام گرفت و دقت در هر تکرار ثبت گردید. در نهایت  100. برای هر مدل آموزش با داده شددر لایه پنهان آموزش  (50

(، صحت Accuracyمعیارهای عملکرد دقت )های لایه پنهان برای هر مدل رسم گردید. نمودار تغییرات دقت در برابر تعداد نورون

(Precision( بازیابی ،)Recall)   و معیارF (F1-scoreبرای ) ها استفاده شد:ارزیابی کارایی مدل 

10) 𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = ⁡
𝑁𝑢𝑚𝑏𝑒𝑟⁡𝑜𝑓⁡𝑐𝑜𝑟𝑟𝑒𝑐𝑡⁡𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛𝑠

𝑇𝑜𝑡𝑎𝑙⁡𝑛𝑢𝑚𝑏𝑒𝑟⁡𝑜𝑓⁡𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛𝑠
 

11) 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 = ⁡
𝑇𝑟𝑢𝑒⁡𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠

𝑇𝑟𝑢𝑒⁡𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠⁡ + ⁡𝐹𝑎𝑙𝑠𝑒⁡𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠
 

12) 𝑅𝑒𝑐𝑎𝑙𝑙 = ⁡
𝑇𝑟𝑢𝑒⁡𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠

𝑇𝑟𝑢𝑒⁡𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠⁡ + ⁡𝐹𝑎𝑙𝑠𝑒⁡𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑠
 

13) 
𝐹1 − 𝑆𝑐𝑜𝑟𝑒 = 2 ×⁡

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛⁡ × ⁡𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛⁡ + ⁡𝑅𝑒𝑐𝑎𝑙𝑙
 

 باشند.منفی کاذب می False Negativesمثبت کاذب و  False Positivesمثبت واقعی،  True Positievesکه 

دو لایه با یک لایه پنهان و یک لایه خروجی در نظر پس انتشار خطای  عصبی برای توسعه مدل مبتنی بر شبکه عصبی یک شبکه

 Levenberg-Marquardtسازی خطی تشکیل شده بود. الگوریتم یادگیری گرفته شد. لایه خروجی از چهار نورون به همراه یک تابع فعال

 2018افزار متلب نسخه از نرمهای شبکه عصبی مورد استفاده قرار گرفت. انتشار خطا برای یادگیری مدلبه همراه روش یادگیری پس

سازی بر سازی الگوریتم رندومبعد از پیاده ها استفاده شد.مدل توسعه و ارزیابی ،هابرای انجام عملیات پردازش تصویر، استخراج ویژگی

ورد استفاده قرار درصد باقیمانده به صورت مساوی برای تست و اعتبارسنجی م 30ها برای آموزش و درصد داده 70ها روی تمامی داده

 گرفتند.

 نتایج و بحث

های استخراج شده در های بهینه شبکه را تعیین کرد. با توجه به تعداد ویژگیدر ابتدا باید تعداد ورودی PCA-ANNبرای توسعه مدل 

های استخراج شده اعمال گردید. باید توجه داشت که برای یافتن بر روی بردار ویژگی PCAعدد بودند، در ابتدا  18بخش قبل که 

لایه پنهان بهینه شود. در نتیجه، ها( و تعداد نورون PCتعداد لایه ورودی )تعداد نورون  پارامترهایباید  PCA-ANNساختار بهینه مدل 

بر روی  PCAکه قبلا گفته شد، الگوریتم همان طوری ی نیز بهینه شود. های لایه مخفنورون تعداد برای هر ترکیب بردار ویژگی باید

                                                           
1 Orthogonal transformation 
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ها سازی و کاهش ابعاد مساله در تحلیل دادهها به منظور سادهPCویژگی اعمال شد. از واریانس تجمعی برای انتخاب تعداد  18تمامی 

 دهد که چه میزان از اطلاعات مربوط به بردار ویژگی توسط ها نشان مینتایج مربوط به واریانس تجمعی مولفه 3استفاده شد. در شکل 

( به تنهایی قادر به توضیح PC1مولفه اصلی اول ) است که در شکل مشخصهمان طوری ها قابل ارائه هستند. تعداد مشخصی از مولفه 

های استخراج شده دارد. با اضافه شدن شد که نشان دهنده اشتراک بسیار بالا در میان ویژگیباها میدرصد از واریانس کل داده 94/93

( و چهارم PC3های اصلی سوم )کند و با احتساب مولفهدرصد افزایش پیدا می 64/97( واریانس تجمعی به مقدار PC2مولفه اصلی دوم )

(PC4)   گردد که چهار مولفه اصلی اول کند. با توجه به شکل مشاهده مییدا میدرصد افزایش پ 73/99و  99/98به ترتیب به مقادیر

با ادغام )مدل متمایز  9مولفه اصلی اول جهت ایجاد  9، 3با توجه به نتایج شکل  ها هستند.درصد از داده 99از  قادر به توصیف بیش

نمودار تغییرات  4. در شکل مورد بررسی قرار گرفتند های بهینهبرای تعیین تعداد ویژگی( PC9تا  PC1های اصلی از تدریجی مولفه

های تست نشان داده شده است. با توجه به نتایج مدل مورد بررسی روی داده 9های لایه پنهان برای دقت نسبت به تعداد نورون

 بود. 44و  48، 46، 37، 36، 37، 25، 28، 3، 39به ترتیب برابر  9تا  1های های لایه مخفی برای مدلشود که تعداد نورونمشاهده می

 

 

 

 

 

 

 
 (.PCA) های اصلیهای اصلی در آنالیز مولفهنسبت به تعداد مولفه یتجمع انسیوارتغییرات  . 3شکل 
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نتایج مربوط به کارایی مدل نسبت  1های شبکه بر روی دقت مدل مورد بررسی قرار گرفت. جدول در مرحله دوم، تاثیر تعداد ورودی

دهد. شایان ذکر است که مقادیر مربوط به معیارهای عملکرد همانند مرحله های تست را نشان میهای مختلف، برای دادهبه ورودی

 73/89 ± 54/0بالاترین مقادیر دقت ) 6شود که مدل ه و گزارش شدند. با توجه به نتایج جدول مشاهده میتکرار محاسب 100اول برای 

ها در اختیار دارد. %( را در بین تمامی حالت 54/0 ± 55/89) F%( و معیار  52/89 ± 51/0%(، بازیابی ) 59/89 ± 57/0%(، صحت )

و  5های شود که مدلمشاهده می 1هنگام سنجش ثبات مدل، انحراف معیار از اهمیت بالایی برخوردار است. با توجه به نتایج جدول 

ستند. در نتیجه، با توجه به نتایج ها برخوردار هبا در نظر گرفتن میزان دقت و انحراف معیار از ثبات بالاتری نسبت به دیگر مدل 6

ساختار بهینه مدل بدست  5شکل  ها برخوردار است.مولفه اصلی، از کارایی بالاتری نسبت به سایر مدل 6با  6بدست آمده مدل شماره 

برگ ذرت  لیفکلرو زانیم نی( در تخم2010و همکاران ) وی( و ل2015و همکاران ) یتوسط وصال یمشابه جینتا دهد.آمده را نشان می

را با استفاده از پردازش  یآهن و رو زانی( توانستند م2013) یبدست آمد. شاو و ه یو شبکه عصب ریو برنج با استفاده از پردازش تصو

 بزنند. نیتخم 0.6731برنج با دقت  اهی( در گSVM)  بانیپشت داربر نی)مادون قرمز( و ماش یفیط/یمرئ ریتصاو

  

   
 )ج( )ب( )الف(

   
 )و( )هـ( )د(

   
 )ط( )ح( )ز(

، PC4تا  PC1، د( PC3تا  PC1، ج( PC2تا  PC1، ب( PC1های لایه مخفی برای الف( های تست بر اساس تعداد نوروننمودار تغییرات دقت شبکه روی داده .4شکل 

 PC9تا  PC1، ط( PC8تا  PC1، ح( PC7تا  PC1، ز( PC6تا  PC1، و( PC5تا  PC1هـ( 
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 های مختلفبرای مدل Fهای تست از نظر دقت، صحت، بازیابی و معیار نتایج داده .۱ جدول

Model No. Structure Accuracy (%) Precision (%) Recall (%) F1-score (%) 

1 4 – 39 - 1  60/74  ± 75/0  62/74  ± 66/0  23/74  ± 80/0  42/74  ± 37/0  

2 4 – 3 - 2  36/87  ± 36/0  38/87  ± 36/0  81/87  ± 73/0  10/87  ± 37/0  

3 4 – 28 - 3  79/85  ± 67/0  61/85  ± 78/0  40/85  ± 64/0  51/85  ± 71/0  

4 4 – 25 - 4  91/84  ± 31/1  70/84  ± 35/1  55/84  ± 27/1  62/84  ± 31/1  

5 4 – 37 - 5  24/88  ± 24/0  08/88  ± 28/0  18/88  ± 22/0  13/88  ± 25/0  

6 4 – 36 - 6  73/89  ± 54/0  59/89  ± 75/0  52/89  ± 15/0  55/89  ± 54/0  

7 4 – 37 - 7  18/88  ± 06/1  18/88  ± 04/1  91/87  ± 09/1  04/88  ± 06/1  

8 4 – 46 - 8  09/87  ± 17/1  10/87  ± 17/1  76/86  ± 27/1  93/86  ± 22/1  

9 4 – 48 - 9  46/87  ± 24/1  59/87  ± 15/1  17/87  ± 28/1  38/87  ± 21/1  

 

(. 6محاسبه شد )شکل های تست ( برای داده6ی مربوط به مدل بهینه )مدل سردرگم سی، ماتر یبندعملکرد طبقه شتریب یابیارز یبرا

بیانگر تعداد تصاویر مربوط به کلاس مورد  سیکه هر مقدار در ماتر کشدیم ریتصوصورتی به  را به یبندطبقه جینتا یسردرگم سیماتر

 است.  یبندطبقه یدهنده خطاهاخارج از قطر نشان ریمقاد ن،ی. بنابرااندشده ینیبشیپ Outputدر کلاس ( است که Targetنظر )
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 نورون در لایه پنهان و چهار نورون در لایه خروجی. 36نورون در لایه اول،  6ساختار بهینه مدل توسعه داده شده با  .5شکل 

 

 
( و 3(، کمبود متوسط )2(، کمبود کم )1های بدون کمبود )بندی کلاسهای تست در طبقهبرای داده 6 – 36 – 4ماتریس اغتشاش مربوط مدل با ساختار  .6شکل 

 (.4کمبود شدید )
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در دسته بودند.  نیزتریبا کمبود آهن متوسط، چالش برانگ ییهابرگ یعنیسوم،  کلاس، گرددمشاهده می 6همانطور که در شکل 

. علاوه اندشده یندب( طبقهکمبود شدیدچهارم ) ای( کمبود کمدوم ) یهاکلاس به اشتباه در کلاس نیا ری، تصاوهامقایسه با سایر گروه

 یبندطبقه نیا زیچالش برانگ تیدهنده ماهمجاور رخ داده است، که نشان یهانادرست در کلاس یهایبنددر همه موارد، طبقه ن،یبر ا

 مطابقت داشتند. 1ارائه شده در جدول  جینتامختلف با  یروش ها یبرا یسردرگم یها سیاست. ماتر

ماتریس که هر عنصر از  شده است. شایان ذکر استنشان داده 7( مربوط به مدل بهینه در شکل ROC) 2نمودار مشخصه عملکرد

( رخ 0,1) با مختصات یانمودار در نقطه نیدر ا یبندعملکرد دسته نیبهترو  دهدیم لیرا تشک ROC ینقطه در منحن کی اغتشاش

طور همان است. یبنددسته نیبهتر انگرینقطه ب نی. امیرا دار تیحساس ای یابینرخ باز نیشترینرخ اشتباه و ب نیکه در آن کمتر دهدمی

گردد که بهترین ها را تشخیص دهد. با توجه به شکل مشاهده میکه در شکل مشخص است، شبکه به خوبی توانسته تمامی دسته

 ( بدست آمده است.3( و کمبود متوسط )2(، کمبود کم )4(، کمبود شدید )1های بدون کمبود )رد به ترتیب برای کلاسعملک

 و پیشنهادها گیرینتیجه
بندی تصاویر برگ هلو بر اساس میزان کمبود آهن در این تحقیق برای اولین بار یک مدل مبتنی بر شبکه عصبی مصنوعی برای طبقه

های استخراج شده توسط مدل مبتنی توسعه داده شد. نتایج نشان داد که با استفاده از تصاویر ثبت شده توسط دوربین و پردازش ویژگی

امکان تشخیص میزان کمبود آهن در چهار سطح بدون کمبود، کمبود  PCA-ANNصلی و شبکه عصبی مصنوعی های ابر آنالیز مولفه

 73/89 ± 54/0( اول با معیارهای دقت )PCمولفه اصلی ) 6کم، کمبود متوسط و کمبود شدید وجود داشته و بهترین عملکرد مدل با 

( 5)شکل  6 – 36 – 4%( و ساختار ساختار  54/0 ± 55/89) Fمعیار  %( و 52/89 ± 51/0%(، بازیابی ) 59/89 ± 57/0%(، صحت )

توان بدست آمده بود، می KNNبندی که سطوح کمبود آهن در این تحقیق با استفاده از روش خوشه آیند. با توجه به اینبدست می

آن وجود دارد. نتایج نشان داد که این  نتیجه گرفت که همبستگی بالایی میان تغییرات رنگ برگ گیاه و میزان آهن فعال موجود در

های برگ توان از آن جهت ارزیابی میزان کمبود آهن موجود در نمونهمدل از تکرارپذیری بالایی برخوردار است و به صورت موثری می

دیگر نیز مورد گردد در مطالعات آینده، یادگیری عمیق و همچنین تشخیص کمبود آهن در محصولات پیشنهاد میهلو استفاده کرد. 

 بررسی قرار گیرد.

                                                           
2 Receiver operating characteristic (ROC) 

 
 های تست.مربوط به مدل بهینه برای داده نمودار مشخصه عملکرد .7شکل 
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Detection of iron deficiency in peaches using image processing and artificial 

neural network model 
 

EXTENDED ABSTRACT 

 
Introduction 

Among micronutrients, iron deficiency is regarded as a significant nutritional disorder in orchards established on 

calcareous soils. Employing destructive and laboratory methods to diagnose the level of iron deficiency is typically 

time-consuming and costly. In recent years, the use of image processing methods and artificial intelligence models 

as non-destructive, inexpensive, fast, and accurate approaches have increasingly garnered the attention of 

researchers. In this study, a method based on artificial neural networks is presented for the automatic classification 

of peach tree leaves based on the level of iron deficiency. 

 

Methods 

800 leaf samples were collected from around Urmia county between June and July 2021 for imaging and iron 

measurements at the Agriculture Faculty of Urmia University. Utilizing the KNN method, images were classified 

based on active iron (Fe2+) into four deficiency categories: None-, Low-, Moderate-, and Severe- deficiency. 

Initially, images were transferred from RGB to HSV and Lab* spaces, with statistical features (mean and standard 

deviation) extracted for analysis. Principal component analysis was applied, and a neural model, including a hidden 

layer with a sigmoid tangent activation function and an output layer with a linear activation function, was developed. 

Utilizing 70% of the data for training and 30% for testing and validation, MATLAB 2018 was employed for image 

processing, feature extraction, and model development, while model efficacy was evaluated using Accuracy, 

Precision, Recall, and F1-score metrics. 

 

Results  

The results, based on 100 iterations, showed that the model utilizing the first 6 Principal Components (PCs) 

achieved the highest accuracy (89.73% ± 0.54%), precision (89.59% ± 0.57%), recall (89.52% ± 0.51%), and F-

measure (89.55% ± 0.54%) among all scenarios. Models with 5 and 6 PCs exhibited enhanced stability considering 

the accuracy and standard deviation. Consequently, model number 6, with 6 main components, outperformed others 

in terms of efficiency. Pertaining to the confusion matrix results for the optimal model with test data the "moderate" 

class was the most challenging to classify, often being misclassified into adjacent deficiency categories i.e., low- and 

severe- deficiency. Furthermore, the Receiver Operating Characteristic (ROC) results of the optimal model 

highlighted its proficiency in identifying all categories, obtaining the best performance for classes None, Severe, low, 

and moderate, in order. 

 
Conclusion 
A good correlation was observed between leaf color changes in peach leaf color and the level of active iron, 

demonstrating that iron deficiency could be detected using digital images and processing the extracted features. 

Therefore, the findings suggest that the presented model possesses high repeatability and can effectively categorize 

iron deficiency into four levels: none, low, moderate, and severe. This study, by modeling the color changes of peach 

leaves and active iron in the peach leaf, lays the foundation for presenting an efficient, cost-effective, and accurate 

method to replace conventional laboratory methods for detecting iron deficiency levels. 

 
Keywords: Peaches, Iron deficiency, Image processing, Neural network, KNN clustering. 


