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ABSTRACT: Identifying fish species is critical for aquaculture and fishery industries, managing 

aquatic stocks and environmental monitoring of aquatics. In this study, deep learning neural network 

as a non-destructive and real-time approach was developed and used to identify four economically 

important species of carp family including common carp, grass carp, bighead carp and silver carp. 

For this purpose, the architecture of pre-trained VGG19 (Visual Geometry Group-19) was updated 

by pooling, fully-connected, normalization and dropout layers. 409 images were used for training and 

evaluating the developed model. The mean value of accuracy, precision, sensitivity, specificity and 

AUC parameters was calculated as 98.39, 96.87, 96.87, 98.96, and 97.92%, respectively. The 

obtained high level of accuracy is due to the ability of the proposed deep model in constructing a 

hierarchy of self-learned features which was consistent with the hierarchy of fish identification keys.  
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بندی هوشمند طبقه توسعه الگوريتم يادگيری عميق به منظور تشخيص و

کپور یماه های گونه  

  3، اشکان بنان2، امين نصيری*1امين طاهری گراوند

، خرم دانشگاه لرستاندانشکده کشاورزی، گروه مهندسی مکانيک بيوسيستم،  .1

 آباد، ايران

دانشکده مهندسی و ، های کشاورزیماشينمکانيک مهندسی گروه مهندسی  .2

 فناوری کشاورزی، پرديس کشاورزی و منابع طبيعی، دانشگاه تهران، کرج، ايران

 ، خرم آباد، ايراندانشگاه لرستاندانشکده کشاورزی، گروه علوم دامی،  .2

 (1/6/1399تاريخ تصويب:  -20/4/1399تاريخ بازنگری:  -10/3/1399)تاريخ دريافت:  

 

های ماهيان برای صنايع آبزی پروری و صيد، مديريت ذخاير پهنه های آبی و نظارت شناسايی گونه: چکيده

اين مطالعه، شبکه عصبی يادگيری عميق به عنوان روشی زيست محيطی آبزيان حياتی می باشد. در 

غيرمخرب و برخط جهت تشخيص چهار گونه مهم و اقتصادی خانواده کپورماهيان شامل کپور معمولی، 

ای ايجاد و مورد استفاده قرار گرفت. به اين منظور، ساختار شبکه کپور علفخوار، کپور سرگنده و کپور نقره

سازی های پولينگ، تماما متصل، نرمال( توسط لايهVisual Geometry Group-19) VGG-19پيش آموزش ديده 

تصوير برای آموزش و ارزيابی مدل توسعه داده شده استفاده گرديد.  409و رهاسازی بروزرسانی گرديد. از 

مقادير ميانگين دقت، صحت، حساسيت، اختصاصی بودن و سطح زير منحنی به ازای هر کلاس به ترتيب 

درصد حاصل شد. سطح بالای دقت بدست آمده بدليل  92/97و  96/98، 87/96، 87/96، 39/98ابر با بر

-توانايی مدل عميق پيشنهادی در ساخت ويژگی های خودآموز سلسله مراتبی است که در تطابق با ويژگی

 های مورد استفاده در شناسايی ماهيان بود. 

 بندی، خانواده کپورماهیان، تجسم ویژگییادگیری عمیق، طبقههای کليدی: واژه
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 مقدمه

های ماهی از کاربرد بالایی برای زیست شناسایی گونه

شناسان دریا جهت فهم بوم شناسی دریا و رفتار ماهیان 

های در معرض خطر انقراض به همراه بررسی ذخایر گونه

و نیز برای صنعت آبزی پروری و تولید غذاهای دریایی 

رو به مدیریت شیلاتی کمک برخوردار است که از این

(. در حقیقت، تعیین Tharwat et al., 2018نماید )می

فراوانی، اندازه و پراکنش ماهیان جهت مدیریت و 

باشد. ستم های دریایی الزامی میحفاظت مناسب اکوسی

ها )تاکسونومیک( بندی گونهاز طرف دیگر، دانش طبقه

محدود به مرزهای جغرافیایی و متخصصان این دانش 

 ,Hernandez-Serna & Jimenez-Seguraباشد )می

-(. از این رو، عدم دسترسی عموم به دانش طبقه2014

-طبقه بحران"ها موجب پدید آمدن اصطلاح بندی گونه

 (. Dayrat, 2005گردیده است ) "بندی

تواند به های جانوری میتشخیص و تعیین گونه

های الکترونیکی، مکانیکی و طرق مختلفی شامل روش

-(. مثالGaber et al., 2016بیومتریک صورت گیرد )

های مکانیکی همانند نشانه های زیادی در ارتباط با روش

ها وجود دارد. اما این ( باله و آروارهTaggingگذاری )

ها نواقصی دارند، از جمله این که برای شناسایی در روش

ها مقیاس وسیع مناسب نیستند و نسبت به سایر روش

های (. روشRusk et al., 2006بر هستند )بسیار زمان

 Radioالکترونیک نظیر تشخیص فرکانس رادیویی )

Frequency Identification قطعه ( نیازمند اتصال یک

باشد. فرستنده امواج به موجود و دستگاه خوانش آن می

آن قطعه ممکن است آسیب ببیند و یا جدا گردد 

(Gaber et al., 2016این محدودیت .)های ها در روش

های بر پایه تواند توسط روشمکانیکی و الکترونیکی می

 بیومتری مرتفع گردند. 

برای های مختلفی های بیومتریک، شاخصدر روش

های جانوری ارائه گردیده است شناسایی گونه

(Tharwat et al., 2016 استفاده از .)DNA  هم جهت

تعیین گونه در مواجهه با گوشت و محصولات جانوری از 

 Jimenez-Gamero etباشد )دقت بالایی برخوردار می

al., 2006  .) 

بر، پرهزینه، نیازمند ها، زمانتمامی این روش

باشد. از این رو، فراهم نی زیاد و متخصص مینیروی انسا

آوردن روشی اتوماتیک جهت تشخیص ماهیان و 

ای برای تواند فواید ارزندهها میهای آنشناسایی گونه

های آبی به ارمغان بیاورد. این فرآیند مدیریت اکوسیستم

تواند توسط ماشین بینایی انجام گردد که در آن یک می

های صاویر را بررسی نموده و گونهتواند تکامپیوتر می

 ماهی مورد نظر را شناسایی نماید. 

 Leeبندی ماهیان بر اساس شکل )های دستهروش

et al., 2004( بافت ،)Rova et al., 2007 یا رنگ )

(Chambah et al., 2004 برای کاربردهای مختلفی )

همانند مدیریت صید، تاثیر بوم شناختی سدها، مدیریت 

اری پرورش ماهی، بهبود نظارت بر مهاجرت مزارع تج

های زینتی ماهیان و یا ارائه اطلاعات در مورد گونه

 Khalifa etاند ))آکواریومی( مورد استفاده قرار گرفته

al., 2018های تکنیکآمیز (. علیرغم کاربرد موفقیت

، این بندیطبقه زمینهمبتنی بر مهندسی ویژگی در 

ی جداگانه مراحل سه گانهها به دلیل انجام روش

استخراج ویژگی، انتخاب ویژگی و طبقه بندی، دارای 

باشند. با هدف غلبه بر این های خاصی می پیچیدگی

های های یادگیری عمیق در سالها، روشپیچیدگی

مانند تشخیص الگو،  یوظایف انجام خودکار برایاخیر 

وسعه ت بیناییطبقه بندی تصویر و سایر وظایف مبتنی بر 

 اند.یافته

های یادگیری یادگیری عمیق یکی از زیر شاخه

های مختلفی از طور گسترده در دامنهماشین است که به

هوش مصنوعی مورد استفاده قرار گرفته است. در این 

شود با استفاده از معماری سلسله مراتبی روش سعی می

ها های سطح بالای موجود در دادهانتزاعات و ویژگی

 ,Hasanpour Mati Kalaei & Saadatiفته شود )فراگر
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 هایشبکه بر مبتنی تکنیکی عمیق یادگیری(. 2016

فرد استخراج که دارای ویژگی منحصربه است عصبی

باشد. ها میهای آنها وانتخاب برترینخودکار ویژگی

شبکه عصبی کانولوشن، شبکه باور عمیق و شبکه عصبی 

باشند ادگیری عمیق میهای یبازگشت کننده از معماری

های متنوعی همچون شناسایی چهره، که در زمینه

تشخیص اشیاء تصویر و پردازش زبان طبیعی به کار 

 ,Javanmardi & Zare Chahookiاند )گرفته شده

2018.) 

های از یادگیری عمیق در حوزههای اخیر در سال

مختلف همچون کشاورزی، صنایع غذایی و شیلات مورد 

با استفاده  Lu & Kuo (2019)استفاده قرار گرفته است. 

های رایج ماهیان از شبکه عصبی عمیق به تعیین گونه

( Longlineهای طویل )دریایی که به روش رشته قلاب

شوند، پرداختند. آمار صید ماهی توسط ادوات صید می

ات ضروری برای مدیریت منابع دریایی صید از اطلاع

گردد. این اطلاعات که شامل گونه ماهی، محسوب می

باشد بطور سنتی توسط ماهیگیران زمان و مکان صید می

گردد. در سال های اخیر، شبکه عصبی عمیق ثبت می

بطور فزاینده ای برای حل اعمال پیچیده ماشین بینایی 

تحقیق برای شناسایی  بکار رفته است و از این رو در این

گونه از ماهیان دریایی از این روش استفاده  11هوشمند 

درصد در شناسایی دست  82/95نمودند و به دقت 

بندی تصاویر جهت دسته et al. (2017)  Tungیافتند.

ها در سه گروه بندی آنگرفته شده از ماهیان و طبقه

ز شبکه ها و منقار ماهیان به استفاده اماهیان، کوسهتن

عصبی عمیق پرداختند. نتایج حاصل از این تحقیق نشان 

داد که شناسایی این سه گروه )در حد راسته( با درجه 

ساز بندیدرصد با استفاده از طبقه 5/94بالایی از دقت 
116-VGG .امکان پذیر می باشد 

رو، چهار گونه از ماهیان آب در پژوهش پیش

خواربار و کشاورزی  شیرین که بر اساس آمارهای سازمان

                                                                                                                                                                  
1 - Visual Geometry Group-16 

پروری (، بیشترین تولید آبزیFAO, 2018ملل متحد )

دهند شامل کپور را در جهان به خود اختصاص می

(، کپور علفخوار Cyprinus carpioمعمولی )

(Ctenopharingodon idella کپور سرگنده ،)

(Hypophtalmichthys nobilisو کپور نقره ) ای

(Hypophtalmichthys  molitrix برای تشخیص گونه )

 بر اساس تصویر گرفته شده استفاده قرار خواهند گرفتند. 

این انتخاب از آن جهت با اهمیت می باشد که این 

چهار گونه درصد اعظم تولید آبزیان در کشور را به خود 

 Iran Fisheries Organizationاختصاص می دهند )

statistical yearbook, 2017 حاضر می(. نتایج تحقیق-

تواند در مدیریت مزارع پرورش ماهی کشور مثمرثمر 

های ذکر شده شامل باشد چراکه روش پرورش گونه

( آنان در استخرهای Polycultureای )پرورش چندگونه

خاکی که آب غنی از لحاظ جمعیت پلانکتونی دارند می 

-گردد )آب غیرشفاف(، از این رو پس از معرفی این گونه

امکان مشاهده یا شمارش ماهیان از  ها به استخرها

محیط خارج از آب وجود ندارد. همچنین، این چهار گونه 

بندی متعلق به یک خانواده از ماهیان از لحاظ طبقه

( می گردند و از این رو Cyprinidaeیعنی کپورماهیان )

ای و از لحاظ ظاهری به خصوص دو گونه کپور نقره

باشند و از شبیه می سرگنده در مرحله بچه ماهی بسیار

-آن جا که از لحاظ قیمت بچه ماهی نیز متفاوت می

تواند لطمات اقتصادی باشند، اشتباه در تعیین گونه می

 برای پرورش دهندگان مبتدی به همراه داشته باشد.

بنابراین با توجه به اهمیت تشخیص و شناسایی 

و همچنین بالا بودن  های ماهیان در صنعت شیلاتگونه

و با در نظر  های کپور ذکر شدههت ظاهری گونهشبا

تر روش یادگیری عمیق گرفتن پتانسیل و قابلیت بیش

سازی مانند شبکه های معمول مدلنسبت به روش

رو با هدف پیشعصبی پرسپترونی، از این رو پژوهش 

ارائه روشی نوین بر پایه یادگیری عمیق برای تشخیص 
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 ا شد. بندی چهار گونه کپور اجرو طبقه

 هامواد و روش

 های ماهیسازی نمونهآماده

های ماهیان مورد در مرحله اول، تصویربرداری از گونه

بررسی کپور معمولی، کپور علفخوار، کپور سرگنده و 

ای انجام گرفت. بدین منظور، ابتدا ماهیان با کپور نقره

عددی  20های استفاده از عصاره گل میخک در گروه

ای رطوبت ای پنبهبا استفاده از پارچهبیهوش گردیده، 

ها گرفته شده و سپس فورا مورد تصویربرداری قرار آن

های گرفتند. بعد از تصویربرداری، ماهیان به حوضچه

شان بازگردانده شدند. دوربین گوشی هوشمند نگهداری

زمینه ثابت برای همراه با یک پس 6Sآیفون 

که سایر پارامترها تصویربرداری استفاده گردید، در حالی

از جمله فوکوس، زاویه تصویربرداری، شرایط نوری و 

ای از تصاویر ها متغیر بود. نمونهفاصله دوربین از نمونه

ارائه شده  1ها مورد بررسی در شکل تهیه شده از گونه

 است.

 

 
 گونه مختلف کپور مورد استفاده در تحقيق ای از تصاوير تهيه شده از چهارنمونه -1شکل 

 

 هاپردازش تصوير و افزايش داده

 ک شبکه عصبی کانولوشنیمعمولا زمانی که از ی

(CNN)1 افزایش  شود ازاستفاده می برای تشخیص شئ

های اضافی بدون تحمیل هزینه برای تولید دادهها داده

                                                                                                                                                                  
1 -  Convolutional Neural Network (CNN) 

 ,.Wu et al) کنندتر استفاده میگذاری بیشبرچسب

 موجود پارامترهای با توجه به بالا بودن تعداد  .(2015

برای  هادر این شبکه عمیق کانولوشنی هایشبکه در

 تصاویر بالای تعداد به پارامترها نیاز و هاوزن آموزش
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-برازش می بیش دچار شبکه غیر در باشدمی آموزشی

امکان افزایش تعداد تصاویر شود، اما به دلیل هزینه بالا 

آموزشی وجود ندارد، به همین دلیل معمولا زمان 

های مختلف از روش CNNهای استفاده از شبکه

پردازش تصویر از جمله افزایش شدت رنگ، چرخاندن 

تصویر، بزرگنمایی و افزودن نویز، برای ایجاد تصاویر 

جدید با همان برچسب یا کلاس بدون هزینه برچسب 

های گردد. بنابراین تعداد دادهتر استفاده میبیشگذاری 

توان چند های ذکر شده میآموزشی را به کمک روش

ها بر برابر کرد. نتایج حاصل از اجرای فرایند افزایش داده

 اورده شده است. 2روی تصاویر در شکل 

 
 

 
  ها بر روی تصاوير نمونه از هر کلاس ماهی مورد بررسی در تحقيق جاریداده نتيجه اجرای فرايند افزايش -2شکل  
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 CNN  شبکه ساختار

 1998شبکه عصبی کانولوشنی برای اولین بار در سال 

(. این Baldominos et al., 2018معرفی شده است )

نتی ها نسخه بهبود یافته شبکه عصبی مصنوعی سشبکه

های سلسله باشد و برای استخراج خودکار ویژگیمی

یک  در حالت کلیمراتبی توسعه یافته است. بنابراین 

شبکه عصبی کانولوشن یک شبکه عصبی سلسله مراتبی 

ها برای استخراج ویژگی های کانولوشنیلایه از است که

(2013Zeiler,  ،)برای کاهش اندازه 1پولینگ هایلایه 

 ,.Boureau et al) و پارامترهای شبکه ویژگیهای نقشه

 های ویژگی( و لایه تماما متصل برای تبدیل نقشه2010

اند. ساخته شدهیک بعدی  ه بردار ویژگیبعدی را ب 2

های های تماما متصل همانند همتایان خود در شبکهلایه

درصد  90 کنند و تقریباعصبی مصنوعی سنتی عمل می

د شونرا شامل می  CNN پارامترهای یک شبکه

(Girshick et al., 2014.) 

آموزش دیده  های مختلف کانولوشنی پیششبکه

 GoogleNet و  VGGNet، AlexNet، ResNet مانند

اند. های متنوعی توسعه داده شدهبرای استفاده در زمینه

 تأثیر بندیطبقه دقت روی های کانولوشنیعمق شبکه

 خطای شبکه، عمق افزایش با که ایگونه مستقیم دارد به

 ,Simonyan & Zissermanیابد )می کاهش بندیطبقه

 ترعمیق هایمعماری اخیر، هایسال در ،بنابراین. (2014

CNN پیچیده مسائل حل و بندیطبقه دقت بهبود برای 

 .(Banan et al., 2020است ) گرفته قرار کاوش مورد

 کانولوشنی عصبی شبکه یک 2VGGNetشبکه 

 شکبه عمق افزایش مزیت از تا داد پیشنهاد را همگن

 در VGG ساختار. (Ghazi et al., 2017) کند استفاده

 شده گرفته نظر در اشیاء بندیطبقه کارهای برای ابتدا

 کارایی با عنوان یک شبکه کانولوشنی به اکنون و است

 Lim et al., 2017; Liu) گیردمی قرار استفاده مورد بالا

                                                                                                                                                                  
1 - Pooling 

2 - Visual Geometry Group Network (VGGNet) 

3 - Stride 
4 - Padding 

5 - Global Average Pooling 

et al., 2017) .ساختاری پیچیدگی VGGNet است، کم 

 هایCNN از VGGNet توسط شده ایجاد هایویژگی و

باشد کارامدتر می GoogLeNet و AlexNet مانند دیگر

(Simonyan & Zisserman, 2014; Sa et al., 2016.)  

VGG19  یکی از دو ساختارVGGNet  .می باشد

میلیون پارامتر  144دار و لایه وزن 19این شبکه دارای 

 بلوک پنج شبکه شامل این باشد. ساختارآموزشی می

 و گرفتند قرار هم سر پشت صورت به که است مختلف

 تعریف بلوک بعدی ورودی عنوان به بلوک هر خروجی

 بسیار هایویژگی تواندمی شبکه تکنیک، این با .شودمی

 به تصاویر ورودی از را بافت و رنگ شکل، شامل قوی

-مناسب بعدی هایلایه در و نماید استخراج بهینه شکلی

 هاکلاس داده با همبستگی بیشترین که را هاآن ترین

 شبکه این در ویژگی نماید. عمق بردارهای انتخاب دارند،

سوم  ، بلوک128دوم  بلوک ،64اول  بلوک در ترتیب به

سه  در انتها باشد.می 512نیز  پنجم و چهارم بلوک ،256

و  3شوندو گاممی وصل پنجم بلوک به متصل تماما لایه

و یک  3×3کانولوشنی به ترتیب  لایه 16 4گذاریحاشیه

 (.Simonyan & Zisserman, 2014باشد )پیکسل می

رو، سه لایه تماما برای براورد اهداف تحقیق پیش

، لایه تماما 5پولینگ با لایه 19VGGمتصل ساختار 

 7سازی، لایه نرمال6رلو نرون و تابع فعالساز 256متصل با 

به عنوان یک  8ها، لایه رهاسازیبرای نرمال کردن داده

و لایه  9برازشسازی برای کاهش خطر بیش روش منظم

جایگزین  10مکستماما متصل با تابع فعالساز سافت

نرون متناسب با  4شدند. لایه تماما متصل آخر دارای 

باشد. ساختار مدل های تحقیق حاضر میتعداد کلاس

نشان داده شده است. در  3در شکل  VGG19مبتنی بر 

های مورد ها ابعاد کرنلاین شکل اعداد داخل براکت

و عمق پولینگ های کانولوشنی و استفاده در لایه

های دهند. همچنین براکتبردارهای ویژگی را نشان می

6 - ReLu 

7 - Batch normalization 

8 - Dropout 
9 - Over-fitting 

10 - Softmax 
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ابعاد  VGG19های اضافه شده به ساختار مربوط به لایه

 دهند. فرایندرودی و خروجی هر لایه را نمایش میو

از مزایای تابع رلو  تربیش همگرایی نرخ و ترسریع آموزش

بع دیگر است و همچنین خروجی تابع انسبت به تو

 است و خروجی هایکلاس احتمالی مکس توزیعیسافت

برابر  خروجی هاینرون تمامی بر روی آن حاصل جمع

 .است یک

 شبکه  و آموزش  1قتنظيم دقي، پيش آموزش

سازی )مقدار اولیه دادن( به معنای آماده پیش آموزش

شبکه با پارامترهای از قبل آموزش داده شده بجای 

های مبتنی پارامترهای تصادفی است. این روش در مدل

بسیار محبوب است چرا که فرآیند یادگیری   CNN بر

-بهبود می طور قابلیت تعمیم رارا تسریع کرده و همین

 علمی تحقیقات بیشتر (. درErhan et al., 2010د )بخش

 هایداده از آمده بدست هایاز وزن زمینه این در

 فرایند و شده استفاده 2نتاستاندارد ایمج آموزشی

 آغاز هانرون برای هااین وزن انتخاب با شبکه آموزش

 دقت است، داده نشان مختلف تحقیقات نتایج  .گردید

 آموزش از بسیار بهتر روش این در آمده بدست خروجی

 است. به عبرات دیگر در تصادفی پارامترهای با شبکه

 توسط آخر لایه جز به شبکه هایلایه روش تمامی این

 تنها و شده گذاری مقدار نت ایمج هایداده هایوزن

 تصادفی صورت به تماما متصل هایلایه هایوزن

بنابراین برای آموزش شبکه بعد از  .گردندمی مقداردهی

های کانولوشنی و پولینگ توسط دهی تمامی لایهوزن

های تماما متصل اضافه نت، لایههای مربوط به ایمجوزن

دوره آموزش داده  10برای  VGG19شده به ساختار 

های شد. در طول این دوره آموزش وزن تمامی لایه

فرایند آموزش به کانولوشنی و پولینگ ثابت بودند و در 

دوره آموزش، وزن  10گردیدند. بعد از روزرسانی نمی

 دوره آموزش داده شد. 50های شبکه برای تمام لایه

  تصویر 62 و 285 از ترتیب به ، آموزش فرایند در

 .است شده استفاده اعتبارسنجی و آموزش برای

تصویر برای اجرای فرایند تست استفاده  62همچنین از 

فرایند  و های آموزشدوره تعداد به توجه با گردید.

 جدید تصویر 50 ورودی تصویر هر از هاداده افزایش

 51 آموزش تصویر داده مجموعه و بنابراین گردید ایجاد

برای آموزش  .بود اصلی داده مجموعه از بزرگتر برابر

ساز نهیو تابع به 3شبکه از تابع خطای کراس آنتروپی

Adam .استفاده گردید 

سازی تمامی مراحل برای پیادهدر این تحقیق 

پردازش تصویر، توسعه و آموزش شبکه عصبی عمیق از 

های کراس و نویسی پایتون و کتابخانهمحیط برنامه

 تنسورفلو استفاده گردید.
 های آماریارزيابی شبکه طراحی شده با شاخص

کانولوشنی طراحی شده از  به منظور ارزیابی شبکه

آماری مستخرج از ماتریس اغتشاش شامل های  شاخصه

 دقت، صحت، حساسیت و اختصاصی بودن، استفاده شد.

 بند چهارکلاسه دربرای یک طبقه اغتشاش ماتریس

ها نشان داده شده است. در این شکل ستون 4شکل 

های ها، کلاسهای مطلوب و ردیفنشان دهنده کلاس

باشند. ماتریس میبند ها توسط طبقهتخمین زده داده

های( مطلوب یا واقعی و اغتشاش شامل اطلاعات )کلاس

باشد. با استفاده میبند اطلاعات تخمین زده توسط طبقه

های مختلف ماهی، از این طبقه بندی و تشخیص گونه

 توان عملکرد سامانه تشخیص گونه را به کمک مدلمی

بند توسط قهبند مورد ارزیابی قرار داد. ارزیابی طبطبقه

های آماری که از ماتریس اغتشاش استخراج شاخص

 شده انجام شد.

 

                                                                                                                                                                  
1 - Pre-training and Fine-tuning 

2 - ImageNet 

3 - Cross-entropy loss function 
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  VGG19ساختار مدل پيشنهادی مبتنی بر شبکه عصبی کانولوشنی  -3شکل 

 

 
 چهار کلاس یبندطبقه یاغتشاش برا سيماترساختار  -4 شکل

 

مشخص کننده تصاویری است که توسط  ijnعضو 

iبند )طبقه
*C در کلاس )i اند اما در بندی شدهطبقه

می باشند. در  j( متعلق به کلاس jCبندی واقعی )طبقه

( نشان دهنده i=jنتیجه اعضای قطری اصلی ماتریس )

اند، اما بندی شدهتصاویری هستند که درست طبقه

هایی هستند که ( نمونهi≠jاز قطر اصلی )اعضای خارج 

اند. هر یک از بندی نشدهبند، طبقهدرست توسط طبقه

حالت مختلف زیر است.  4بند، شامل های طبقهارزیابی

هایی که درست (: نمونهTPتصمیمات مثبت صحیح )

بندی شده اند؛ ام طبقهi( در کلاس C*iبند )توسط طبقه

هایی که اشتباها (: نمونهFPتصمیمات مثبت ناصحیح )

بندی شده اند؛ ام طبقهi( در کلاس C*iبند )توسط طبقه

هایی که درست (: نمونهTNتصمیمات منفی صحیح )

اند؛ بندی نشدهام طبقهi( در کلاس C*iبند )توسط طبقه

هایی که اشتباها (: نمونهFNتصمیمات منفی ناصحیح )
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اند؛ که لق نگرفتهام تعi( به کلاس C*iبند )توسط طبقه

𝑛𝑇𝑃 = 𝑛𝑖,𝑖   ،𝑛𝐹𝑃 = 𝑛𝑖,+ − 𝑛𝑖,𝑖  ،𝑛𝐹𝑁 = 𝑛+,𝑗 −

𝑛𝑖,𝑖  و𝑛𝑇𝑁 = 𝑛 − 𝑛𝑇𝑃 − 𝑛𝐹𝑃 − 𝑛𝐹𝑁 باشد. می𝑛𝑖,+ 

ام و iهای متعلق به سطر مجموع اعضای تمامی ستون

𝑛+,𝑗  های متعلق به ستون  مجموع اعضای تمامی سطر

j باشد میام در ماتریس اغتشاش(Labatut & Cherifi, 

2012).  

های آماری بند توسط شاخصارزیابی طبقه

(، Acنظیر دقت )مستخرج از ماتریس اغتشاش 

( و Pr(، صحت )Sp(، اختصاصی بودن )Seحساسیت )

  شد:انجام  (AUCسطح زیر منحنی )

𝐴𝑐(                         1)رابطه  =
𝑛𝑇𝑃+𝑛𝑇𝑁

𝑛𝑇𝑃+𝑛𝑇𝑁+𝑛𝐹𝑃+𝑛𝐹𝑁
    

𝑆𝑒(                                      2)رابطه  =
𝑛𝑇𝑃

𝑛𝑇𝑃+𝑛𝐹𝑁
      

𝑆𝑝(                                  3)رابطه  =
𝑛𝑇𝑁

𝑛𝑇𝑁+𝑛𝐹𝑃
         

𝑃𝑟 (                                   4)رابطه  =
𝑛𝑇𝑃

𝑛𝑇𝑃+𝑛𝐹𝑃
       

𝐴𝑈𝐶       (   5)رابطه  =
1

2
(

𝑛𝑇𝑃

𝑛𝑇𝑃+𝑛𝐹𝑁
+

𝑛𝑇𝑁

𝑛𝑇𝑁+𝑛𝐹𝑃
)      

دقت، شاخصی است که عملکرد کلی طبقه بند را 

نشان می دهد. صحت، کسری از پیش بینی های صحیح 

را از میان کل برچسب های مثبت پیش بینی شده نشان 

می دهد. حساسیت، توانایی یک طبقه بند را برای یافتن 

های مرتبط در یک مجموعه داده نشان تمامی برچسب 

بند در می دهد. شاخص اختصاصی بودن، توانایی طبقه

های منفی را نشان می دهد. تشخیص صحیح برچسب

بند برای اجتناب از طبقه سطح زیر منحنی توانایی طبقه

 ,.Sokolova & Lapalme)باشد بندی نادرست می

2009). 

 نتايج و بحث

 بندیارزيابی کمی شبکه در اجرای فرايند طبقه

 شناسایی برای VGG19 بر مبتنی در این تحقیق از مدل

که ساختار این  شد استفاده ماهی های گونه خودکار

نرون، لایه  256مدل با لایه پولینگ، لایه تماما متصل با 

نرون  4سازی، لایه رهاسازی و لایه تماما متصل با نرمال

دوره آموزش داده  50بروزرسانی گردید. این شبکه برای 

شد و کمترین مقدار تابع خطا برای ذخیره کردن 

مورد استفاده قرار ماتریس وزنی مدل بدون بیش برازش 

 گرفت.

-بندی برای داده، مقادیر خطا و دقت طبقه5شکل 

های آموزش و اعتبارسنجی در هر دوره آموزش را به 

 28کشد. بهترین عملکرد مدل، در دوره تصویر می

های شبکه طراحی شده در آموزش به دست آمد و وزن

، مقادیر 1این نقطه ذخیره گردیدند.  بر اساس جدول 

های داده بندی و تابع خطای کراس آنتروپیطبقهدقت 

باشد، در می 0173/0و  9970/0آموزش به ترتیب برابر 

های حالی که مقادیر این پارامترها برای داده

حاصل شد. همچنین،  0009/0و  1اعتبارسنجی معادل 

های تست بینی و مقدار تابع خطا برای دادهدقت پیش

 اسبه گردید. مح 2236/0و  9677/0به ترتیب 
 

 
 های مختلف آموزشروند يادگيری شبکه عصبی کانولوشنی توسعه داده شده در دوره -5شکل 

http://www.sciencedirect.com/science/article/pii/S0306457309000259
http://www.sciencedirect.com/science/article/pii/S0306457309000259
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 های آموزش، اعتبارسنجی و تستمقادير دقت و خطای شبکه عصبی کانولوشنی توسعه داده شده بر روی داده  -1جدول 

 تست اعتبارسنجی آموزش

 خطا دقت خطا دقت خطا دقت

9970/0 0173/0 1 0009/0 9677/0 2236/0 

 

نتایج جدول ماتریس اغتشاش و پارامترهای آماری 

محاسبه شده بر اساس آن برای بررسی عملکرد مدل 

های تست به کار با استفاده از داده VGG19مبتنی بر 

نشان  2اغتشاش در جدول  گرفته شدند. نتایج ماتریس

دهد که داده شده است. نتایج این جدول نشان می

ای به های کپور معمولی، کپور علفخوار و نقرهکلاس

اند. در مقابل بندی شدهدرستی و بدون اشتباه طبقه

باشد که کلاس کپور سرگنده دارای دو تصویر اشتباه می

دی بنای طبقهبه صورت نادرست در کلاس کپور نقره

 در را کلاس این در دقت کاهش علت تواناند. میشده

 3بصری دانست. همچنین جدول  هایویژگی تشابه

های آماری محاسبه شده برای مقادیر مربوط به شاخص

دهد. با توجه به جدول های ماهی را نشان میتمام کلاس

، مقادیر میانگین به ازای هر کلاس دقت، صحت، 3

و سطح زیر منحنی به ترتیب حساسیت، اختصاصی بودن 

درصد  92/97و  96/98، 87/96، 87/96، 39/98برابر با 

درصد  77/96بندی مدل است. همچنین دقت کلی طبقه

 باشد.   می
 

 های تستدادهنتايج ماتريس اغتشاش حاصل از عملکرد شبکه عصبی کانولوشنی توسعه داده شده بر روی   -2جدول 

 بينی شدهپيش
 واقعی

 ایکپور نقره کپور علفخوار کپور معمولی کپور سرگنده

 0 0 0 14 کپور سرگنده

 0 0 16 0 کپور معمولی

 0 16 0 0 کپور علفخوار

 14 0 0 2 ایکپور نقره

 

  هاجهت تعيين کارايی شبکه عصبی کانولوشنی توسعه داده شده برای تمام کلاس های آماری حاصل از ماتريس اغتشاششاخص  -3جدول 
 سطح زير منحنی )%( اختصاصی بودن )%( حساسيت )%( صحت )%( دقت )%( کلاس

 75/93 100 5/87 100 77/96 کپور سرگنده

 100 100 100 100 100 کپور معمولی

 100 100 100 100 100 کپور علفخوار

 92/97 83/95 100 5/87 77/96 ایکپور نقره

 92/97 96/98 87/96 87/96 39/98 ميانگين به ازای هر کلاس

 
دهد که یافته نشان مینتایج ارزیابی مدل توسعه

مدل ارائه شده کارایی لازم جهت تشخیص و طبقه بندی 
روشی را مبتنی بر  Hu et al. (2012)ماهیان را دارد. 

( برای MSVM) 1ماشین بردار پشتیبان چندکلاسه
ها روی های ماهیان ارائه دادند. آنبندی گونهطبقه

                                                                                                                                                                  
 - Multi-Class Support Vector Machine (MSVM) 

شیرین کار  تصاویر صرفا پوست شش گونه از ماهیان آب
ها نشان داد که کردند. نتایج بدست آمده توسط آن

MSVM های ماهی به توانست به طور موثری گونه
بندی نماید. ای و کپور سرگنده طبقهور نقرهاستثناء کپ

Storbeck & Daan (2001)  جهت تشخیص شش گونه
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ماهی سیستمی متشکل از بینایی کامپیوتر و یک برنامه 
ها از شبکه شبکه عصبی را توصیف نمودند. ارزیابی آن

درصد ماهیان به طور صحیح  95نشان داد که در حدود 
یک سیستم  Zhang et al. (2011)بندی شدند. طبقه

گونه از ماهیان آب  4ماشین بینایی را برای شناسایی 
شیرین ارائه نمودند. بعد از پردازش تصاویر، خصوصیات 

استخراج گردیدند. نرخ  مختلف ماهی توسط مقادیر ویژه
درصد بود.  67/96صحت مدل ارائه شده برای شناسایی 

Li & Hong (2014) یک روش پردازش تصویر سنتی ،
های اصلی را برای شناسایی ا بکارگیری آنالیز مولفهب

چهار گونه ماهی استفاده نمودند. نتایج بدست آمده 
 67/96ها نشان داد که میانگین نرخ تشخیص توسط آن

درصد بود. به منظور انجام چنین مطالعاتی که مبتنی بر 
باشند، علاوه بر شرایط کنترل شده مهندسی ویژگی می

باشد: نجام مراحل دیگری نیز ضروری میتصویربرداری، ا
ها، انتخاب ویژگی مناسب و تکنیک استخراج ویژگی

بند. در مقابل با این مطالعات، تصاویر مطالعه بهینه طبقه
حاضر از لحاظ شرایط نوری و ثابت بودن موقعیت و 

اند. نشده اخذ شده پارامترهای دوربین به صورت کنترل
ها دسته بندی ویژگیهمچنین، مراحل استخراج و 

ترکیب شدند. از این رو، روش ارائه  CNNتوسط مدل 
تری جهت اجرا شده در این مطالعه نه تنها پیچیدگی کم

داشت بلکه همچنین دقت کامل و بالاتری به همراه 
در  CNNهای داشته است. این نتایج بیانگر توانایی مدل

 های ماهیان می باشد.تشخیص گونه

 کهارزيابی کمی شب

-و پس 1جلوبهرودر دو مرحله حرکت CNNهای مدل  

های سطح پایین و شوند. ویژگیآموزش داده می 2انتشار
سطح بالا توسط فیلترهای بهینه شده در مرحله پس 

گردند و برای هر کلاس، فیلترها انتشار استخراج می
مهمترین نواحی را برای تشخیص تصاویر ماهیان نشان 

سازی شده ن، دقت نهایی مدل بهینهدهند. بنابرایمی

های های استخراج شده از لایهتوسط فیلترها یا ویژگی
سازی فیلترها گردد و بصریمختلف مدل تعیین می

 باشد. ها ضروری میجهت ارزیابی عملکرد مدل
های کاربردی جهت ارزیابی عملکرد یکی از روش

 های سطح پایین و سطح بالا،مدل در استخراج ویژگی
-های بصری حاصل از واکنش فیلترها میمطالعه آرایه

های کانولوشنی باشد. در راستای انجام این روش، لایه
ها مورد استفاده قرار مختلف مدل برای استخراج مدل

-، برخی از فیلترهای بکار رفته در لایه6گرفتند. شکل 

دهد. همانطور که های کانولوشنی هر بلوک را نشان می
قابل مشاهده است، فیلترهای لایه اول در این شکل 

-دار را کدگذاری میهای جهتهای رنگی و لبهویژگی

های های ساده شکل گرفته از ترکیبنمایند. بافت
ها توسط فیلترهای لایه کانولوشنی ها و لبهمختلف رنگ

ها و الگوهای خاصی از میانی کدگذاری شدند. بافت
شنی پایانی استخراج تصاویر توسط فیلترهای لایه کانولو

سازی شده، فیلترهای کارآمد شدند. از این رو، مدل بهینه
مختلفی را بر اساس شکل، رنگ و بافت شبیه سازی 

 نمود.
3CAM-Grad  به عنوان روشی مفید در اشکال
فرآیند پیش بینی بکار گرفته شد. توسط این  4زدایی

ها به روش نواحی مهم تصویر برای استخراج ویژگی
بینی کلاس تصویر که توسط مدل مورد ر پیشمنظو

گردد. در این روش، گیرد مشخص میاستفاده قرار می
سازی کلاس که یک شبکه دو بعدی نقشه حرارتی فعال

گردد که در آن درجه اهمیت و سطح محاسبه می 5است
شباهت نواحی هر تصویر مرتبط با کلاسی خاص تعیین 

این روش روی برخی نتایج استفاده از  7گردد. شکل می
دهد. این های مختلف ماهی را نشان میتصاویر از گونه

های مختلف ماهی شامل دهد که بخششکل نشان می
بندی بدن، سر و باله جهت استخراج ویژگی و طبقه

 اند.ها مورد استفاده قرار گرفتهکلاس ماهی
 

                                                                                                                                                                  
1 - Feed-Forward 
2 - Back-Propagation 

3 - Gradient-weighted Class Activation Mapping 

4 - Debugging 
5 - Two-dimensional grid class activation heatmap 
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 های کانولوشنی هر بلوکلگوهای استخراج شده توسط شبکه عصبی کانولوشنی توسعه داده شده در لايهای از نمونه -6شکل 

 

 
 بر روی تصاوير نمونه از هر کلاس ماهی مورد بررسی در تحقيق جاری Grad-CAM نتايج اجرای روش -7شکل 
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-نورونتوان نتیجه گرفت که می 7با توجه به شکل 

اند چرا که فیلترها ها در سطح بدن ماهیان فعال گردیده

بدن  1ای پولکاممکن است روی رنگ و الگوهای نقطه

های ماهیان مورد ماهیان متمرکز شده باشند. گونه

های ظاهری مختلفی شامل اختلاف در مطالعه تفاوت

رنگ بدن دارند. رنگ بدن در گونه کپور معمولی از 

زی متفاوت بوده و رنگ شکم متمایل خاکستری تا برون

که در کپور باشد، در حالیبه زرد یا متمایل به قرمز می

-تر در پشت میای با طیف تیرهای بطور عمده نقرهنقره

ای زیتونی رنگ باشد. در کپور علفخوار، رنگ بدن سایه

ای با طیف تیره داشته که در پهلوها زرد متمایل به قهوه

شود. در متمایل به خاکستری دیده میو در شکم سفید 

کپور سرگنده، رنگ بدن در پشت تیره و در ناحیه شکمی 

 FAO, 1997; Anderson etباشد )متمایل به سفید می

al., 2008ای پولکا ممکن است (. همچنین الگوی نقطه

روی ساختار و شکل پولک ماهیان متمرکز شده باشد 

(Hu et al., 2012.) 

ها در چشم سازی نورونعالف 7همچنین شکل 

در  دهد. تفاوتهای مختلف ماهیان را نشان میگونه

های مورد مطالعه موقعیت مکانی چشم برای گونه

ای، گزارش شده است: در کپور سرگنده و کپور نقره

اند در حالی ها در زیر خط میانی بدن قرار گرفتهچشم

مولی که در کپور علفخوار روی خط میانی و در کپور مع

 ,.Anderson et alاند )بالای خط میانی واقع شده

2008; Asian Carp: Key to Identification, 2002.) 

دهد که مدل نشان می 7نتایج حاصل از شکل 

هایی را از باله ماهیان استخراج نموده پیشنهادی ویژگی

است. کلیدهای شناسایی گوناگون کپورماهیان آسیایی، 

-ها در میان گونهزه، شکل و رنگ بالهتفاوت هایی در اندا

 Asian Carp: Keyاند )های مورد مطالعه گزارش نموده

to Identification, 2002; Anderson et al., 2008 :)

                                                                                                                                                                  
1 - Polka dot pattern 

بطور نمونه، کپور معمولی یک باله پشتی بزرگ با یک 

دار دارد در حالی که سایر سه گونه، یک باله خار دندانه

باشند. دار میقد خار دندانهپشتی کوتاه داشته که فا

هایی از سر همچنین مدل توسعه داده شده ویژگی

ماهیان را استخراج نموده است. جدای از موقعیت مکانی 

ها در سر ماهیان، محل دهان و همچنین اندازه و چشم

باشند که توسط مدل ها جز فاکتورهایی میشکل آن

صورت  اند. شاخص سر که بهمورد استفاده قرار گرفته

گردد، در کپور نسبت طول سر به طول بدن تعریف می

سرگنده نسبت به سایر گونه های مورد مطالعه بالاتر 

ای دهان باشد. همچنین، کپور سرگنده و کپور نقرهمی

رو به بالا دارند در حالی که دهان در کپور علفخوار اندکی 

 ,.FAO, 1997; Anderson et alباشد )رو به پایین می

2008.) 

ها شامل ها مختلف ماهیدر مجموع اهمیت بخش

-بدن، سر و باله برای استخراج ویژگی توسط مدل را می

دریافت. بر این اساس، مهمترین  7توان توسط شکل 

-بندی گونهها جهت طبقهبخش برای استخراج ویژگی

-ویژگی باشد. بنابراینهای مورد مطالعه، بخش سر می

 هایقسمت از بافت و رنگ شامل مراتبی سلسله های

ها ویژگی این .شدند استخراج ماهیان هایگونه مختلف

-طبقه و شناسایی برای که است هاییویژگی با تطابق در

 .(Fischer, 2014شوند )می اعمال ماهی هایگونه بندی

 هایگونه پیچیده بصری هایویژگی درک نتیجه، در

 این اساس بر آنها شناسایی و مطالعه مورد ماهیان

-می پذیر امکان CNN هایمدل از استفاده با هاویژگی

 .باشد

 نتيجه گيری

این مطالعه کاربرد یک مدل مبتنی بر یادگیری عمیق را 

دهد. یک برای شناسایی چهار گونه از ماهیان را ارائه می

برای  VGG19آموزش دیده مدل یادگیری عمیق پیش
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توسعه شبکه عصبی کانولوشنی مورد استفاده قرار 

های پولینگ، توسط لایه VGG19گرفت. ساختار شبکه 

سازی، لایه نرون، لایه نرمال 256تماما متصل با 

نرون بروزرسانی گردید.  4رهاسازی و لایه تماما متصل با 

ای را که های سلسه مراتبیارائه شده ویژگی CNNمدل 

ی شناسایی این ماهیان بود بطور در تطابق با کلیدها

نهادی توانست با دقت خودکار استخراج نمود. مدل پیش

های مختلف ماهی درصد کلاس 77/96بندی کلی طبقه

بندی نماید. در پایان، نتایج کپور را تشخیص و طبقه

های بصری کارآمد بدست آمده نشان داد که ویژگی

وسط های مختلف تماهی جهت انجام شناسایی گونه

باشد. این مدل یک قابل تعیین می CNNمدل مبتنی بر 

الگوریتم دقیق، غیرمخرب و سریع را برای شناسایی 

تواند در مدیریت نماید که میهای ماهیان ارائه میگونه

 پروری راهگشا و حائز اهمیت باشد. شیلاتی و آبزی
 هيچگونه تعارض منافع بين نويسندگان وجود ندارد.

 معرفی نمادها
Ac بنددقت طبقه 

AUC سطح زير منحنی 

jC بندکلاس پيش بينی شده توسط طبقه 

i
*C کلاس واقعی تصوير 

FN تصميمات منفی ناصحيح 

FP تصميمات مثبت ناصحيح 

ijn بندخروجی شبکه طبقه 

,+in 
ام در ماتريس iهای متعلق به سطر مجموع اعضای تمامی ستون

 اغتشاش

+,jn 
ام در ماتريس jهای متعلق به ستون  تمامی سطرمجموع اعضای 

 اغتشاش

Pr بندطبقه صحت 

Se بندطبقه حساسيت 

Sp اختصاصی بودن 

TN تصميمات منفی صحيح 

TP تصميمات مثبت صحيح 
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