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 چکیده

، شامل ایهای لرزه داده همه اطلاعات موجود در    که   است  برای تخمین خواص الاستیک محیط  سازی شکل موج کامل روشیوارون 

ای  لرزه صحیح  . این روش در تصویرسازی گیردکار میبه  هایی با قدرت تفکیک بالا مدل  را برای تخمین  ،اطلاعات دامنه، فاز و فرکانس

پژوهشگران متعددی  هایی چون نیاز به زمان و توان محاسباتی بالا و وابستگی به مدل اولیه مواجه است. دارد، اما با چالش  ایویژه   اهمیت

یک بلوک    نیز   این مقاله .اندداشته سازی شکل موج کامل  برای غلبه بر چالشهای مسئله وارون   ی یادگیری عمیقهاروشسعی در استفاده از  

ارائه می بر معادله موج  بازگشتی مبتنی  از لایه یادگیری عمیق  با ماتریس وزنی یکی  مرتبط است. در  آن،  های  دهد که سرعت محیط 

  آن   گرادیان و  ای، تابع خطاد و سپس با مقایسه با داده مشاهده شواستفاده می  ایلرزه   بینی داده تکراری، از این بلوک برای پیش   یفرآیند

استفاده  روزرسانی میبه   های شبکه، شامل مدل سرعتی،وزن محاسبه و   بالای محاسبات است، چرا که  این روش، سرعت  شود. مزیت 

شود.  موجب تسریع چند صد برابری فرآیند می  های مختلف ای و موازی چشمهسازی دستهشبیه همزمان از واحد پردازش گرافیکی و  

های  سازی شکل موج کامل اعمال شد. همچنین، روش های مصنوعی و وارون سازی داده الگوریتم پیشنهادی بر مدل مارموزی برای شبیه 

د،  نشان دا  از خودبهترین عملکرد را  مومنتوم انطباقی مورد ارزیابی قرار گرفتند که از این بین روش در یادگیری عمیق سازی مرسومبهینه 

بازما  بطوریکه شاخص شباهت ساختاری متداول  ترین شیببرای روش سریع  0.73از    سازی شده،بین مدل صحیح و مدل  ، که روش 

 برای روش مومنتوم انطباقی افزایش یافته است. 0.77به   سازی شکل موج است،سازی در مسئله وارون بهینه 
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Full Waveform Inversion Using a Physics-based Recurrent Neural Network 

 

Abstract 

Full-waveform inversion (FWI) is an advanced technique used to estimate the elastic properties of 

subsurface environment based on the seismic data. This method incorporates all available 

information from the amplitude, phase, and frequency of seismic waves, also referred to as the 

full-waveform. By considering the full waveform, FWI reconstructs the high-resolution models, 

which play a significant role in seismic imaging and are crucial for accurate subsurface 

characterization. However, achieving such high-resolution models comes with its own set of 

challenges, including the need for extensive computational power, long processing times, high 

dependency to the initial model, and stability and non-uniqueness problems which can sometimes 

limit the accuracy of the inversion process.  

Considering the area of machine learning (ML) and deep learning (DL) which have been 

revolutionized in the recent years, researchers have increasingly attended to these methods to 

improve the efficiency and accuracy of FWI. Wavefield simulation in time domain is intrinsically 

recursive, so that wavefield in a certain point on time axis depends on the past history of the 

propagation. Considering this specification, we propose a deep recurrent neural network (RNN) 

block, corresponding to wave equation which can be used for forward modeling. In this approach, 

the velocity model of the medium is proportional to a learnable weight matrix in one of the deep 

network layers. The proposed method operates in an iterative scheme in which the deep learning 

block is used to predict seismic data. The difference between the predicted data and the observed 

seismic data is then computed at each iteration, and the gradient of the loss function with respect 

to the learnable parameters is calculated. This gradient is then used to update the model, effectively 

refining the velocity model to better match the observed seismic data. This process continues until 

the model converges to a solution that best fits the observations. One of the most important 

advantages of the proposed method is to increase the calculation speed. By leveraging the parallel 

computing capabilities of Graphics Processing Units (GPUs) and by mapping different seismic 

sources onto the mini-batch property of the deep recurrent neural network, the computation time 

is decreased by a factor hundreds of times. 

The proposed algorithm was applied to the Marmousi model, both for synthetic data simulation 

and for full-waveform inversion. The results showed that the method was capable of accurately 

reconstructing the subsurface velocity model. The algorithm was assessed using quantitative 

metrics including L1 norm, L2 norm, Peak signal to noise Ratio (PSNR), and Structural Similarity 

Index Measure (SSIM), demonstrating a high degree of precision in model reconstruction. 

Conventional optimization methods which are commonly used in training of deep learning 
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methods including Stochastic Gradient Descent Method (SGDM), RMSProp, and Adaptive 

Momentum (ADAM), were also applied to this problem. Among them, ADAM showed the best 

performance in terms of fitting the model to the observed data and its power in searching the model 

space. This optimization technique helped ensure that the inversion process converged more 

quickly and accurately. So that, SSIM between reconstructed and true models increased from 0.73 

for Gradient Descent method (which is conventional optimization algorithm in FWI) to 0.77 for 

ADAM. 

 

Keywords: Inversion, Full Waveform, Deep Learning, Physics based, Recurrent Neural 

Network 
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 مقدمه 1
عمیقروش یادگیری  هستند،  های  ماشین  یادگیری  روشهای  مجموعه  زیر  طرفی    که  از  و  پیچیده  فرآیندهای  یادگیری  قابلیت  بدلیل 

حوزه ژئوفیزیک  های مختلف  در بخش  (.2023)آگارول،    ندای مورد توجه قرار گرفته ابشکل ویژه   اًهای محاسبات موازی، اخیرپیشرفت

)بیسواس    ایهای لرزه ، و وارونسازی داده (2022)سعادت و همکاران،    ، تفسیر(a2024)سعادت و همکاران،    پردازش  اعم ازنگاری  و لرزه 

   . انداستفاده شده  نیز این روشها مکرراً  (2018و همکاران، 

شوند. در مسائل  به مسائل دسته بندی و رگرسیون تقسیم می  مسائلی که با استفاده از یادگیری عمیق مورد بررسی قرار میگیرند، عمدتاً

مندی بین ورودی و خروجی وجود ندارد، این روشها یک انتخاب مناسب برای  دسته بندی از آنجا که معمولا رابطه ریاضیاتی ضابطه 

های ریاضیاتی و  روابط و مدل   ،باشند. اما در برخی از مسائل رگرسیونیادگیری یک ارتباط تجربی بین جفتهای ورودی و خروجی می

از دشواری    مبتنی بر داده این مزیت را دارد که  ها برقرار است. در چنین شرایطی استفاده از روشهای کاملاًمندی بین داده فیزیکی ضابطه

ای به حجم  پذیر برای چنین مسائل پیچیده کاهد در حالیکه برای بدست آوردن یک تابع نگاشت تعمیمکار با مدلهای پیچیده ریاضیاتی می

دهد. یک راهکار جایگزین برای نیل  ای افزایش میهای متنوع نیاز داریم که حجم و زمان محاسبات را بطور فزاینده بسیار زیادی از داده 

کارنیاداکیس و همکاران،  ) باشدپذیر در مسائل رگرسیون، دخالت دادن فیزیک مسئله در فرآیند یادگیری میبه یک تابع نگاشت تعمیم

2021.)  

لرزه   (FWI)سازی شکل موج کامل  وارون  داده  از  بالا  با قدرت تفکیک  با چالشهای  یک روش ساخت مدل سرعتی  میباشد که  ای 

های  (. محاسبه چنین مدل سرعتی دقیقی در دستیابی به یک تصویر صحیح از بازتابنده 2009متعددی مواجه است )ویریوکس و اپرتو،  

باید به چالشهای    دقیق(. برای حصول یک مدل سرعتی  2017ها بسیار کمک کننده است )شوستر،  زیرسطحی و مهاجرت درست پدیده 

سازی شکل موج کامل با آن روبرو است، غلبه نمود. از جمله این چالشها میتوان به حجم بالای محاسبات و  متعددی که مسئله وارون 

شکل پایداری و غیریکتایی مسئله وارون اشاره نمود. یک راهکار  زمانبر بودن آن، وابستگی شدید به مدل اولیه و ساخت مدل اولیه و م

سازی بمنظور بکارگیری اطلاعات چاه برای مقید ساختن مسئله و هدایت  برای حل مسئله پایداری و غیریکتایی استفاده از تکنیک منظم

 (Finite Difference)  باشد. درحالیکه ریشه زمانبر بودن و محاسبات زیاد این روش در حل تفاضل متناهیآن به سمت پاسخ صحیح می

سازی شکل فرآیند وارون   سازی میدان موج استفاده نمود.باشد که برای کاهش آن میتوان از محاسبات موازی برای شبیه معادله موج می

شود.  مدل بروز میموج یک فرآیند تکراری است که در هر تکرار میدان موج پیشرو و میدان موج پسرو در محیط مدل محاسبه شده و  

ها، تعداد تکرارهای فرآیند، نحوه  سازی، تعداد چشمه های زمانی شبیه این محاسبات وابسته به ابعاد مدل، تعداد پله   انجام  زمان لازم برای

است، بطوریکه برای یک مدل دوبعدی، محاسبات هر تکرار از چند    مورد استفاده   افزارسازی موازی یا سری( و سخت سازی )شبیه پیاده 

ای یا  های چند هسته و محاسبات با استفاده از پردازنده   بوده   لازم از مرتبه چند ده گیگابایت  برد، میزان حافظهدقیقه تا چند ساعت زمان می

کشد و حافظه لازم از  مدل سه بعدی هر تکرار از چند ساعت تا چند روز طول می در  پذیر است.  واحد پردازش گرافیکی معمولی امکان

ای و منابع  های خوشه پردازنده   نیازمند  سازی شکل موج سه بعدیها و مدل، وارونظیم داده حجم ع  ربخاط  است.مرتبه چند صد گیگابایت  

  سرعتی  های بلند مدل حاوی طول موج باید  ای محدود است، مدل اولیه  از آنجا که پهنای باند فرکانسی داده لرزه   .استپردازش بزرگی  

بکار گرفتن روش  ،  سازیهمگرا شدن فرآیند بهینه ای وجود ندارد. یک راهکار موثر برای  در داده لرزه   ارز آنها زیرا اطلاعات هم باشد  



 

5 
 

های بلند مدل استفاده  سازی شکل موج کامل چند مقیاسی است که در آن ابتدا فرکانسهای پایین داده، برای بازسازی طول موج وارون 

 (. 2009شود )بونیاسیریوات و همکاران، شوند و رفته رفته جزئیات به مدل اضافه میمی

سازی های مسئله ساخت مدل سرعتی و وارون در سالهای اخیر تلاشهای زیادی برای استفاده از روشهای یادگیری عمیق برای حل چالش

برای تخمین مستقیم اپراتور    (Data-Driven)  شکل موج کامل صورت گرفته است. محققین متعددی از روشهای کاملا مبتنی بر داده 

 ؛ 2020؛ ژنگ و لین، 2019لی و همکاران،  ؛2018؛ ینگ و ما، 2018وو وهمکاران،  ؛2018اند )آریاپلو و همکاران، وارون اسفاده نموده 

بلند پروازانه این روشها تخمین مستقیم مدل سرعتی از داده b2024  سعادت و همکاران،  ای بدون در نظر گرفتن فیزیک  لرزه   (. هدف 

می  موفقیتهای  مسئله  که  برای  باشد  استفاده  قابل  پذیر  تعمیم  مدل  به یک  دستیابی  تا  اما  است  آمده  بدست  نیز  زمینه  این  در  محدودی 

اند و سپس  های مصنوعی بسیار ساده آموزش دیده ها و مدل محیطهای مختلف هنوز فاصله دارد چرا که این روشها عمدتا با استفاده از داده 

   (.2021 ،و همکاران هاشمیاند ) ای از همان مجموعه داده آزمایش شده های ساده بر مدل 

سازی شکل  ( برای حل مسئله وارون Physics-Drivenهای مبتنی بر فیزیک ) از روش تر پژوهشگران متعددی  در یک تلاش واقعگرایانه 

؛ سان 2020و الخلیفه،    گ؛ سان2020  ؛ سان و همکاران2020رن وهمکاران،  )  اند  وشهای یادگیری عمیق استفاده کرده ر  وسیلهموج کامل ب

شود تا علاوه بر تخمین مدل،  معادله موج در تابع خطای شبکه عصبی استفاده می  ر این دیدگاه،د(.  2022،  سن  دهارا و ؛  2022و الخلیفه،  

   شود. بصورت غیر نظارتی حل تخمین مدل سرعتی در چارچوب یادگیری عمیق  و مسئله ای نیز باشد  شبکه قادر به برازش به داده مشاهده 

  ، های لازم که با دریافت ورودی   ارائه شده استمتناظر با معادله موج آکوستیک    ( RNN)  عمیق  بازگشتی  یک شبکه عصبی  مقاله  در این

این    ،باشدهای این شبکه عصبی میدهد. مدل سرعتی که وزن یکی از لایهورداشتهای چشمه مشترک را در لایه خروجی به کاربر می

داده پیشبینی   توسط داده مشاهده شده،  یابد تا این فرایند بصورت تکراری ادامه می  .قابلیت را دارد که در فرایند پس انتشار یادگیری شود

مبتنی بر فیزیک انتشار امواج   بازگشتی  در ادامه مبانی نظری مربوط به این بلوک شبکه عصبی کاملا برازش داده شود. ،شده بوسیله شبکه

، ی بکارگرفته شده مطابق با معیارهای کمّ  .و روش پیشنهادی بر داده مصنوعی مربوط به مدل مارموزی اعمال شده است  است  تبیین شده 

 بوده است.  با دقت بالایی تخمین مدل سرعتی  این روش قادر به

 

 روش پژوهش  2
کند. اگر محیط مورد نظر  فیزیک انتشار امواج مکانیکی در یک محیط الاستیک از قانون هوک تعمیم یافته و معادله حرکت تبعیت می

 نوشت: ( 1را بصورت کاملا همسانگرد در نظر بگیریم، معادله موج را میتوان بشکل رابطه )

𝜌
∂2𝐥

𝜕𝑡2
= (𝜆 + µ)∇∆ + µ∇2𝐥 ,                                                                                                                               (1 )  

  

از آنجا که بیشتر    .(2002آکی و ریچارد،  ) باشدتغییر حجم جزئی می  Δچگالی، و    ρ  ، ضرایب لامه  μو   λبردار حرکت،    𝐥در این رابطه 

شود، استفاده از  های دریایی، لایه آب مانع از انتشار امواج برشی میکنند و در برداشت ای تنها امواج تراکمی تولید می های لرزه چشمه

شده و تغییرات  سازی امواج تبدیلرایج است. اگرچه این تقریب قادر به مدل  میدان موج سازی( در شبیه 2معادله موج آکوستیک )رابطه 
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شود که استفاده  سازی میاین معادله موجب کاهش بار محاسباتی و زمان شبیه   تر(، اما شکل ساده 2016نیست )الخلیفه،  ا دورافت  دامنه ب

 .سازدپذیر میشناسی نسبتاً ساده توجیه های زمین از آن را در محیط 

𝜕2𝑷

𝜕𝑡2
= 𝑣2𝛻2𝑷 + 𝑓(𝑡, 𝒙),                                                                                                            (2) 

 

متداولترین رهیافت برای حل عددی این رابطه    باشد.موج میجمله مربوط به چشمه    fسرعت انتشار و    vمیدان فشار،    P  این رابطه  در

( بشکل  2باشد. تقریب تفاضل محدود رابطه )استفاده از تقریب تفاضل محدود است که لازمه آن گسسته سازی و شبکه بندی محیط می 

 باشد:زیر می

𝑷𝑖,𝑗
𝑛+1 − (2 + 𝑣𝑖,𝑗

2 𝛼2𝛻2)𝑷𝑖,𝑗
𝑛 +𝑷𝑖,𝑗

𝑛−1 = 𝑓𝑖,𝑗
𝑛  , 𝛼2 =

Δt2

Δx2
 ,                                                                                    (3) 

, 𝑥∆،  و زمان  x  ،zهای محورهای  بترتیب شمارنده   nو     i  ،j   در این رابطه   ∆𝑡    اندازه اپراتور    𝛻2و  شبکه  سلول  اندازه پله زمانی و 

 باشد. می  لاپلاسین گسسته

که   شودمحیط الاستیک محاسبه میجابجایی یا فشار  از شبیه سازی انتشار موج با استفاده از روش تفاضل محدود، میدان  زمانیهر پله در 

باشد. از آنجا که معادله  می  تولید موج  اخیر، مدل سرعت و توزیع زمانی و مکانی منبع وابسته به میدان موج در دو پله زمانی  مقدار آن  

در رابطه با شرایط اولیه، معمولا شرایط  باشد، شرایط مرزی و شرایط اولیه آن نیز بایستی تعیین شود.  موج یک معادله مشتقات جزئی می

شود و برای شرایط مرزی، وابسته به مرز مدنظر ممکن است شرایط مرزی جاذب یا سطح آزاد مورد استفاده اولیه صفر در نظر گرفته می 

که سطح بین سنگ و هوا یا آب و هوا است را سطح آزاد و سطوح جانبی و زیرین مدل را سطح  قرار گیرد. معمولا سطح فوقانی مدل  

های ناخواسته این سطوح به درون مدل جلوگیری شود. در اینجا از شرایط مرزی جاذب لایه اسفنجی  جاذب در نظر میگیرند تا از بازتاب 

  .(1997، ونگ و کین)  استفاده شده است

رم  ای را برازش نماید. لذا تابع هدف بصورت نُاست که داده مشاهده   سرعت  مدل یک  سازی شکل موج کامل، هدف ساخت  در وارون 

بین داده مشاهده  اپراتور مدلسازی پیشرو ) 𝐝𝐨𝐛𝐬ای ) دوم اختلاف  شود که طی فرآیند  ( تعریف می𝐝𝐩𝐫𝐞( و داده پیشبینی شده بوسیله 

 وارونسازی بایستی کمینه شود: 

𝐂(𝐦) = ‖𝐝𝐨𝐛𝐬 − 𝐝𝐩𝐫𝐞‖2
2
= ∆𝐝ϯ ∆𝐝,                                                                                                                   (4 )  

تخمین زده و بصورت تکراری به حداقل   (𝒎0)   ، میتوان با استفاده از بسط تیلور آن را حول مدل اولیهیک تابع غیر خطی است Cچون 

از روشهای نیوتنی برای حل مسئله    (. در مسائل وارون غیرخطی معمولا2009ًاپرتو و ویریوکس،    ؛2005آستر،    ؛1984رساند )تارانتولا،  

بسیار زمانبر بوده و حافظه    آن در این مسئله محاسبه  که  باشد می   (Hessian) ماتریس هسینوارون  شود که لازمه آن محاسبه استفاده می

(.  2017شوستر،    ؛2009زیادی میطلبد لذا معمولا از روشهای شبه نیوتونی یا گرادیانی برای حل آن استفاده میشود )ویریوکس و اپرتو  

 د: ام بصورت زیر تعریف میشوi( در تکرار 4رابطه گرادیان تابع هدف )

𝛁𝑪𝒎
(𝒊)
= 2𝐦(𝒙)(𝒊)  ∑ ∆𝐫(𝐱, 𝑡)(𝑖)  𝑷(𝒙, 𝑡)(𝒊)𝑡  , ∆𝐫 = 𝐋ϯ ∆𝐝 ,                                                            (5   )  
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.  ( را محاسبه میکند 𝒓∆و میدان موج پسرو )   ( اعمال میشود 𝐝∆اپرتور الحاقی معادله موج است که بر تریسهای باقیمانده )   𝐋ϯ    ، در اینجا

پارامترهای مدل  گرادیان  سپس به  نسبت  از  تابع خطا  استفاده  با  تکرار،  پیشرو    در هر  میدان موج  بین  تاخیر صفر  متقابل در  همبستگی 

(𝑷(𝑥, 𝑡).مهاجرت زمان معکوسدر اصل میدان موج پسرو از  ( و میدان موج پسرو محاسبه میشود (RTM) تریسهای پیشبینی   اختلاف

  سازی شکل موج کامل را به تصویر کشیده است. طرحواره انجام وارون   1شکل    (.2017شده و تریسهای واقعی حاصل میشود )شوستر،  

با این طرحواره داده  های ورودی برای فرآیند وارونسازی شکل موج کامل شامل مدل اولیه، موجک چشمه و هندسه برداشت  مطابق 

های  های محاسبه شده و رد لرزه شوند و سپس ردلرزه حاصل از اختلاف بین ردلرزه سازی میدان موج پیشرو استفاده می شبیه   در که    هستند 

در  آید.  واقعی )ورودی چهارم به فرآیند( در جهت عکس زمانی در مدل سرعتی منتشر شده و گرادیان تابع خطا نسبت به مدل بدست می

برای بروزرسانی مدل    ( 6مطابق با رابطه )  ( مقیاس شده و 𝛼، گرادیان محاسبه شده بوسیله یک طول گام ) (GD)روش سریعترین شیب  

  شود:استفاده می

𝐦(i+1) = 𝐦(i) − α 𝛁𝐂𝐦
(𝐢)
,                                                                                                                                     (6  )  

𝛁𝐂𝐦مدل بروز شده،  𝐦i+1ام، iمدل در تکرار    𝐦i ، در این رابطه
(𝐢)    گرادیان مدل در تکرارi   ام، وα   باشد. طول گام در  طول گام می

سازی شکل موج استفاده از  شود اما در مسائل پیچیده مثل وارونمسائلی که پیچیدگی کمتری دارند بصورت دقیق یا تحلیلی محاسبه می

 (. 2017شود )شوستر، تقریب عددی توصیه می

( انجام داد. به این منظور  RNNشبکه عمیق بازگشتی )در چارچوب یادگیری عمیق و با طراحی یک  حل عددی معادله موج را میتوان  

سازی شده در رابطه  این شبکه هم ارز معادله موج گسسته که  شده است پیشنهاد 2شکل عمیق مطابق با  بلوک بازگشتییک در این مقاله 

𝑷𝑖,𝑗) و پله زمانی قبلی (𝑃𝑖,𝑗𝑛) میدان موج در پله زمانی کنونی خود در لایه ورودی( است. این بلوک بازگشتی 3)
𝑛−1)  کنددریافت میرا. 

  مطابق با شرایط مرزی جاذب لایه اسفنجی   (M)  وزن تک فیلتر این لایه  کهاست    (Hadamard)  عملگر ضرب هادامارد،  از آن  لایه بعد

(Sponge Layer)   این عملگر روی هر دو میدان    .کندتضعیف می را  های مدل های ناخواسته کناره بازتاب   است و   در نظر گرفته شده

که تحت عملگر شرایط مرزی جاذب قرار گرفته هم بعنوان میدان موج پیشین   (𝑃𝑖,𝑗𝑛)  میدان موج کنونی ،موج ورودی عمل میکند سپس

  گسسته از طریق یک شاخه دیگر وارد یک لایه کانولوشنی میشود تا فیلتر لاپلاسین    همینظور و  شود،  در پله زمانی بعد درنظر گرفته می

(𝛻2)  وزن آن برابر با توان دوم حاصلضرب مدل سرعت در نسبت   ماتریس که وملایه ضرب هادامارد د  سپس در و روی آن عمل کرده

𝐴)   پله زمانی به اندازه گرید فضایی = (𝑉𝛼)2)  خروجی این لایه و میدان موج پیشین که عملگر شرایط    ،. در آخرشوداست، وارد می

مجموع گیری شده تا میدان موج در پله زمانی پسین محاسبه شود. این    (w)  ، به همراه جمله منبعبود  کرده   مرزی جاذب روی آن عمل

به حداکثر  انجام شده تا   بازگشتیمیدان موج خود بعنوان میدان موج کنونی در پله زمانی بعدی در نظر گرفته شده و این فرآیند بصورت  

تعبیه شده که در    (D)  گیریبرسد. لازم به ذکر است که در هر پله زمانی یک اپراتور نمونه   شده   (𝑡𝑚𝑎𝑥)   تعریفهای زمانی  تعداد پله 

مراحل محاسبات این    2شکل    در  RNNمیکند. قسمت    ضبط میدان موج را ثبت و در ورداشت چشمه مشترک   (،  G)  ها محل گیرنده 

مبتنی بر فیزیک مسئله، با استفاده از تقریب  بازگشتی  (، این شبکه عصبی 2مانند رابطه )دهد.  شبکه عصبی هم ارز معادله موج را نشان می 

سازی شکل موج میتواند بعنوان اپراتور مدلسازی  ( حل کرده و در مسئله وارون Vمعادله موج را برای مدل سرعتی )  ،عددی تفاضل محدود

های  است، میتوان محاسبات مربوط به چشمه   مشخص شده در لایه ضرب هادامارد دوم    ی کهمدل سرعت  برای  پیشرو مورد استفاده قرار گیرد.
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محاسبات چندین شات را انجام داد. انجام موازی محاسبات  اجرا کرد و بصورت موازی  (    Mini-Batch)  ایبصورت دسته مختلف را  

  شود.می  این فرآیندباعث تسریع چندین صد برابری  واحد پردازش گرافیکی   شاتهای مختلف و استفاده از محاسبات مبتنی بر

وارون   2شکل  در  رنگ  زرد  پیکانهای   با  مرتبط  رنگ  قرمز  پیکانهای  و  بوده  موج  معادله  پیشرو  مدلسازی  با  موج  مرتبط  معادله  سازی 

وارون مشترک هستند که در  می پیشرو و  قسمتها در مدلسازی  برخی  پیکانهای مشکی رنگ مشخص شده این  باشند.  با  اند. در  شکل 

باشد. به این منظور و  شده در سطح زمین میمشاهده  هدف تخمین مدل سرعتی زیرسطحی با استفاده از داده    ،سازی شکل موجوارون 

که این مدل را میتوان بصورت دستی به شبکه بازگشتی خوراند یا خروجی    برای شروع محاسبات نیازمند یک مدل اولیه سرعت هستیم

های عصبی، برای اینکه  مانند دیگر شبکه  .یک شبکه از پیش آموزش دیده دیگر )مثلا یک شبکه کانولوشنی یا کاملا متصل( را به آن داد

)مدل سرعتی( طی  بازگشتی  ( برازش داده شود، بایستی وزنهای شبکه عصبی  𝐝𝐨𝐛𝐬( به پاسخ درست )𝐝𝐩𝐫𝐞)   بازگشتی  پاسخ شبکه عصبی

و میزان    شده، تکراری بهینه شوند. به این منظور اختلاف بین پیشبینی شبکه و خروجی صحیح در شبکه عصبی به عقب منتشر  یک فرایند  

است، از همین    (self-adjoint)از آنجا که معادله موج آکوستیک خودالحاقی    شود.انحرافات وزنهای شبکه عصبی محاسبه و اعمال می 

انتشار برای پس  استفاده کر  (Back-Propagation)  ساختار میتوان  باقیمانده  پیشرو در موجک  دتریسهای  با مدلسازی  تفاوت  تنها   .

ها است( و جهت انتشار در زمان )که از انتها به ابتدا است( قرار دارد. پس از محاسبه هر دو  چشمه )که تریسهای باقیمانده در محل گیرنده 

 شود.  می محاسبه( 5، گرادیان تابع خطا نسبت به پارامترهای مدل از طریق معادله )در شبکه بازگشتی میدان موج

معمولی سازی شکل موج کامل  سازی شکل موج با استفاده از این بلوک بازگشتی مبتنی بر فیزیک هم ارز وارون در اصل، انجام وارون 

برد. در  برابری در این قالب بهره میاست که در چارچوب یادگیری عمیق بازنویسی شده است و از مزیت سرعت محاسباتی چند صد  

که روند همگرایی را کند و  شود  استفاده می(  6برای بروزرسانی مدل، از روش تندترین شیب )رابطه    سازی شکل موج معمولیوارون 

روشهای شبه نیوتونی برای جبران این نقیصه از تاریخچه گرادیان در تکرارهای قبل برای تخمین وارون   کند.میزان محاسبات را تشدید می

سازی که طرفداران زیادی در آموزش  (. یک دسته از روشهای بهینه 2017کنند )شوستر،  ماتریس هسین و تسریع روند همگرایی استفاده می

ن  های مبتنی بر مومنتوم هستند.  این روشها نیز از تاریخچه گرادیان برای محاسبه یک جهت میانگیاند روششبکه های عصبی پیدا کرده 

زیگزاگی، با سرعت بیشتری به سمت نقطه مینیمم تابع خطا حرکت میکند و قابلیت فرار از نقاط   یکنند که با کاهش حرکتهااستفاده می

 بصورت زیر است:   (SGDM)(. رابطه بروز رسانی در روش سریعترین شیب تصادفی 2023بهینه محلی را دارند )آگاروال، 

𝐮(𝒊) = 𝛽𝐮(𝒊−𝟏) − α 𝛁𝐂𝐦
(𝐢) ,                                                                                                                                     (7 )  

𝐦(i+1) = 𝐦(i) + 𝐮(𝒊),                                                                                                                                            (8) 

برخلاف روشهای   RMSPropباشند. در روش ( می6پارامتر مومنتوم و سایر جملات مطابق با رابطه ) 𝛽بردار مومنتوم،    uدر این رابطه 

ر مبتنی بر مومنتوم نرخ یادگیری برای هر پارامتر متغیر در نظر گرفته میشود. به این صورت که  از میانگین نمایی مربع مقادیر گرادیان د

از نوسان الگوریتم    با پیش پردازش گرادیان  شود. این روشاستفاده می  پارامترسازی مقدار گرادیان هر  بهنجارتکرارهای متوالی برای  

  کند:حول پارامترهای با حساسیت بالاجلوگیری می

𝐰(𝒊) = 𝜌𝐰(𝒊−𝟏) + (1 − 𝜌) ( 𝛁𝐂𝐦
(𝐢))
2
,                                                                                                                   (9) 

  𝐦(i+1) = 𝐦(i) −
𝛼

√𝐰(𝒊)+𝝐
 𝛁𝐂𝐦
(𝐢) ,                                                                                                                          (10) 
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است،   1تا  0( میباشد که عددی در بازه decay factorفاکتور کاهش ) ρشود،  در محاسبه طول گام متغیر استفاده می wدر این روابط 

مثل روش   )ADAM(کند. روش مومنتوم انطباقی  ( است که از ناپایداری الگوریتم جلوگیری می10-8یک مقدار کوچک )از مرتبه    𝝐و  

RMSProp   برد، و همچنین جهت بروز رسانی را مطابق با میانگین نمایی مرتبه اول گرادیان در  سیگنال به نویز بهره می   بهنجارسازیاز

( محاسبه میشود و  9از رابطه ) wبردار   نیز برای این روشگیرد تا از مزیت روشهای مبتنی بر مومنتوم نیز بطور همزمان منتفع شود. نظر می

 شود:مطابق با روابط زیر انجام می بترتیب ( و بروزرسانیuسپس بردار مومنتوم ) 

𝐮(𝒊) = 𝜌𝑢𝐮
(𝒊−𝟏) − (1 − 𝜌𝑢) 𝛁𝐂𝐦

(𝐢) ,                                                                                                                      (11 )  

  𝐦(i+1) = 𝐦(i) −
α(𝑖)

√𝐰(𝒊)+𝝐
𝐮(𝒊) ,                                                                                                                            ( 21 ) 

 :شود ( الگوریتم بصورت انطباقی محاسبه میα(𝑖)فاکتور کاهش جمله مومنتوم بوده و نرخ یادگیری )  𝜌𝑢  روابط در 

α(𝑖) = α(
√1−𝜌(𝑖)

1−𝜌
𝑓
(𝑖) ).                                                                                                                                                  (13)  
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 سازی شکل موج کامل. طرحواره وارون: 1شکل 
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سازی شکل موج کامل مورد استفاده قرار گرفته ارز معادله موج که برای مدلسازی پیشرو انتشار موج و وارونهم بازگشتی  شبکه عصبی  :2شکل 

 است. 

 

 نتایج  3
مدل مارموزی )شکل  موج و تولید داده مصنوعی با استفاده از بلوک یادگیری عمیق بازگشتی مبتنی بر فیزیک، از  انتشار  شبیه سازی    رایب

بطور    وشناسی دو بعُدی با تغییرات شدید سرعت در جهت قائم و جانبی است  یک مدل پیچیده زمین  که  استفاده شده استالف(    –  3

به یک مدل استاندارد در این    بطوریکه  ،سازی سرعت استفاده شده استمتداول برای تعیین کارایی روشهای تصویرسازی عمقی و وارون 

)ورستیج،   است  تبدیل شده  اساس  1994زمینه  بر  مدل  این  لرزه   160(.  مقطع  یک  از  شده  تفسیر  گسلهای  و  کوانزا افق  حوزه  در  ای 

(Cuanza  در آنگولا ساخته شده است. مدل واقعی بترتیب طول و عمقی برابر با )متر دارد. در اینجا،    4متر با اندازه سلول    3000و    9200

متر و برای هر چشمه   200چشمه با فاصله  15تر در نظر گرفته شده است که م 10با فاصله شبکه بندی   ×150 301 مدل بندی ابعاد شبکه 

ثابت شامل   با فاصله    150یک آرایه  از    20گیرنده  انتشار موج  این آزمایش  نظر    15متر در سطح مدل فرض شده است. در  از  چشمه 

هرتز   15اجرا شده است. موجک ریکر    (GPUواحد پردازش گرافیکی )محاسباتی بصورت همزمان و با استفاده از محاسبات مبتنی بر  

ها ثبت شده است. پله زمانی برای شبیه سازی برابر با  بوسیله گیرنده   داده ثانیه    1.2طی این آزمایشات در محیط منتشر شده و مدت زمان  

میدان موج موجود در محیط را    ب( - 3)شکل  .باشدمیلی ثانیه می  4 کمیلی ثانیه و فاصله نمونه برداری در ورداشتهای چشمه مشتر 0.5

 دهد. چشمه را نشان می  15( ورداشتهای چشمه مشترک پ  - 3)  شکلی چشمه هشتم در زمانهای مختلف به تصویر میکشد و ابر

در    بکار رفتهمدل اولیه  سازی داده مصنوعی و بازسازی مدل سرعتی استفاده شده است.  از روش پیشنهادی برای وارون   ،درمرحله بعد

سازی با استفاده از عملکرد یک فیلتر گوسی دو بعدی پهن بر مدل اصلی بدست آمد که منجر به ایجاد مدل اولیه کاملا  فرایند وارون 

Pn Pn-1

M

* 2

S G

D× +

  

 =     −     

 =     −     2
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و بازسازی ساختارهای با    است  سرعتیکه فقط حاوی اطلاعات طول موجهای بسیار بلند مدل  ب(،    -   4)شکل    همواری گردیده است

(، از روشهای سریعترین شیب تصادفی  GDعلاوه بر روش سریعترین شیب )رزولوشن بالاتر به عهده روش پیشنهادی قرار داده شده است.  

(SGDM  روش ،)RMSProp  و روش ،ADAM    برای بروز رسانی مدل در خلال فرایند وارونسازی استفاده شده است که بترتیب

در  مدلهای مختلف سرعتهای نگاره چ( نیز  – 4ج( قابل مشاهده هستند . در شکل ) - 4ث(  و ) - 4ت(، )  - 4پ(، ) - 4در شکلهای )

الف(    -   5. شکل )اندمقایسه شده   سرعت  صحیح نگاره  مشخص شده است( با  ها  روی مدل محل چاه )که بوسیله یک خط قائم مشکی  

این نمودار نشان   را برای روشهای مختلف به تصویر کشیده است.  کامل روند تغییرات لگاریتم تابع خطا در فرایند وارونسازی شکل موج 

های مختلف نسبت  ب( نیز فاصله مدل بدست آمده از روش  –  5در شکل ) باشد.ای میدهنده قدرت هر روش در برازش به داده مشاهده 

دهنده بزرگی طول گام انتخاب شده در هر روش بوده و میزان انحرافات مدل در  به مدل اولیه در هر تکرار محاسبه شده است که نشان  

 دهد.هر تکرار را بصورت تجمعی نشان می

متری،    1000های سرعت بازسازی شده در محل چاه و مقایسه آنها با نگاره صحیح مشخص است که تا عمق حدود  از ارزیابی کیفی نگاره 

ها  های مدل سرعتی داشته است و مرز بین لایه دقت بیشتری نسبت به سایر روشها در بازسازی جزئیات و تعیین ریزلایه   ADAMروش  

هتر از سایر روشها بازسازی  ب اند. در اعماق بیشتر نیز، این روش تغییرات مدل سرعت نسبت به مدل اولیه را  تری محاسبه شده بشکل دقیق 

اعماق بیش از حد لازم بوده است که احتمالا با افزایش تعداد تکرارها    این  رسد طول گام انطباقی این روش درکرده است اما بنظر می

نرم اول اختلاف مدل  های پیشنهادی نیز از معیارها مختلف از جمله  ابی کمیّ عملکرد روششود. برای ارزیمتناسب با مدل صحیح می 

  شاخص ( و  PSNR)به نوفه    سیگنال بیشینه  مدل وارون شده و مدل صحیح، نسبت  وارون شده و مدل صحیح، نرم مرتبه دوم اختلاف  

( نتایج آن در جدول  SSIMشباهت ساختاری  استفاده شده است که  این جدول هر سطر مقدار معیارهای  قابل مشاهده است  1(  . در 

دهد که بهترین مقدار آن  کند و هر ستون مقدار یک معیار را برای روشهای مختلف نشان میمتفاوت را برای یک روش مشخص می

 روابط ریاضیاتی این معیارهای کمیّ بصورت زیر است: بشکل پررنگ برجسته شده است. 

(14 )                                                                                                            1 =
1

𝑋𝑌
∑ |𝐦1 − 𝐦2|𝑥,𝑦 ,              

(15                          )                                                                                2 =
1

𝑋𝑌
 √∑ (𝐦1 − 𝐦2)

2
𝑥,𝑦  , 

(16                                 )                                      𝑆𝑆𝐼𝑀 =
1

𝑛
∑ (1 − (

(2𝜇𝑚1𝜇𝑚2+𝑐1)(2𝜎𝑚1𝑚2+𝑐2)

(𝜇𝑚1
2 +𝜇𝑚2

2 +𝑐1)(𝜎𝑚1
2 +𝜎𝑚2

2 +𝑐2)
) )𝑛

𝑖=1 ,   

 (17           )                                                                                           𝑃𝑆𝑁𝑅 = 20 log10 (
𝑃𝑉

𝐿2(𝐦1,𝐦2)
) , 

 

سلولهای محور افقی و عمقی    شمارنده   yو    xبترتیب نشان دهنده مدل صحیح و مدل محاسبه شده هستند.     𝐦2  و  𝐦1در این روابط  

  𝜇𝑚1  ،𝜇𝑚2    ،𝜎𝑚1  ،𝜎𝑚2تغییر میکند. در شاخص شباهت ساختاری، مقادیر    Yو    Xتا    1شبکه مدل هستند که مقدارشان بترتیب از  

 ،𝜎𝑚1𝑚2   ،𝑐1   و ،𝑐2   ،بترتیب نشان دهنده میانگین محلی تصویر صحیح و محاسبه شده، واریانس محلی تصویر صحیح و محاسبه شده

نشان دهند مقدار بیشینه سیگنال    PVدر نسبت بیشینه سیگنال به نوفه نیز  کواریانس بین دو تصویر محلی و دو ثابت قابل تنظیم هستند.  

(Peak Value.است )   
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( ورداشتهای چشمه  پ، و برای چشمه هشتم  ،  ب( میدان موج ثبت شده در محیط در زمانهای مختلف2  مارموزیسرعتی الف( مدل   :3شکل 

 های چیده شده در سطح مدل. مشترک ثبت شده توسط گیرنده 

 

 

 

 

 

 



 

14 
 

 
  که برای محاسبه دیتای مصنوعی بمنظور استفاده در فرآیند وارونسازی بوسیله شبکه عصبی عمیق  )مدل صحیح( مدل مارموزیالف(  :4 شکل

مدل   است. مدل اولیه متناظر با آن که در سایر روشهای وارونسازی مورد استفاده قرار گرفتهت؛ ب( مبتنی بر فیزیک مسئله بکار رفته اس بازگشتی 
در قسمتهای )پ(، )ت(، )ث( و  بترتیب  ADAM، و RMSPropسریعترین شیب، سریعترین شیب تصادفی،  یحاصل از وارون سازی با روشها

سرعت در محل چاه با رنگ سفید برروی های نگارهمسیر چاه روی مدلهای مختلف بوسیله یک خط قائم مشکی و  )ج( نمایش داده شده است.
 اند.مقایسه شده یکدیگرو با نگاره سرعت صحیح حاصله از روشهای مختلف با  های سرعتنگاره قسمت )چ( در .مدلها نشان داده شده است 
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مبتنی بر فیزیک مسئله با  بازگشتی  با استفاده از شبکه عصبی عمیق  کامل  مقایسه نمودار همگرایی فرایند وارونسازی شکل موجالف(  :5 شکل

ی؛ ب( میزان فاصله مدل  رموزابرای مدل م ADAM، و RMSProp، (SGDM) ، سریعترین شیب تصادفی (GD) روشهای سریعترین شیب
 مدل اولیه، در هر تکرار از  فرآیند وارونسازی. نسبت بهروشهای مختلف  بدست آمده از

 

 . مقایسه مدل بازسازی شده با استفاده از روشهای مختلف بهینه سازی و مدل صحیح توسط معیارهای استاندارد برای مدل مارموزی :1 جدول

 SSIM PSNR L2 L1 روش / معیار 

GD 239.87 588.99 21.59 0.73 روش 

SGDM 243.53 588.01 21.6 0.73 روش 
 RMSProp 0.7 20.74 649.2 273.24روش 

 ADAM 0.76 19.24 771.67 279.96روش 
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 بحث 4

شود، در سالهای گذشته بندرت بمنظور تصویر  اینکه منجر به یک مدل سرعتی با رزولوشن بالا میوارونسازی شکل موج کامل علیرغم  

  محاسبات . یک علت برای عدم استفاده از آن نیاز به توان محاسباتی بالا و زمان طولانی  گرفتمیسازی زیر سطحی مورد استفاده قرار  

بوده است که ریشه در حل عددی معادله موج دارد. حل تفاضل محدود معادله موج شامل محاسبات ماتریسی بزرگ مقیاسی است که  

( تا میزان زیادی این مشکل را برطرف میکند.  GPGPUاستفاده از محاسبات موازی مبتنی بر واحدهای پردازش گرافیکی همه منظوره )

انجام داد. در بلوک یادگیری    ایدسته های مختلف را بصورت  سازی مربوط به چشمهعلاوه بر موازی سازی محاسبات ماتریسی میتوان شبیه 

های  شده است بطوریکه میدان موج چشمه استفاده  ها برای تسریع محاسبات  از هر دوی این روشدر این مقاله  بازگشتی پیشنهاد شده    عمیق

باشد،  . البته از آنجا که میزان حافظه واحدهای پردازش گرافیکی محدود میاندشبکه عصبی عمیق نگاشته شده های  کانالمختلف روی  

مقایسه زمان محاسبات این روش با محاسبات متداول که با  تواند تجاوز کند.  ،  از یک مقدار مشخص نمی(Mini-Batchدسته )  اندازه 

سازی و سخت افزارهای بکارگرفته شده است. اما  ( انجام میشود، کاملا وابسته به نحوه پیاده CPUاستفاده از واحدهای پردازش مرکزی ) 

مقیاس میشود.    دستهبا اندازه    های مختلف، میتوان گفت که زمان محاسباتبا شبیه سازی سری چشمه   ایشبیه سازی همزمان دسته   در قیاس

سازی شکل موج که شامل شبیه سازی  بعنوان مثال در نتایج مرتبط با مدل مارموزی ارائه شده در قسمت قبل، یک تکرار کامل وارون

 NVIDIA Quadroبروز رسانی مدل است، با استفاده از واحد پردازش گرافیکی از نوع    چشمه و   15برای    پیشرو و پسروی میدان موج

RTX 6000  نسبت به محاسبه با یک واحد پردازش مرکزی  (CPU)  24   ک  ای با سرعت کلاهستهGHz  3.47    سریعتربرابر    13حدود 

شبیه    و موازی  بصورت همزمان  GPUو    CPUچشمه برای    15بوده است. باید توجه داشت که این نسبت برای حالتی است که همه  

  برای روش پیشنهادی مرتبه محاسبات سریعتر    195سری باشد این عدد به    CPUهای مبتنی بر  سازیاند و درصورتیکه شبیه سازی شده 

   رسد.می

قرار می بررسی  اینجا مورد  بهینه موضوع دیگری که در  وارون دهیم، عملکرد روشهای  فرآیند  است.  سازی مختلف در  میان سازی  از 

های مرتبه اول و دوم از  ، نرم اندبکار گرفته شده   هابرای سنجش نحوه عملکرد این روشکه    1شده در جدول  معیارهای کمی استفاده  

. اگرچه مقادیر کمتر این معیارها بیانگر دقت بیشتر  آیندمجموع خطای هر پیکسل از مدل بازسازی شده نسبت به مدل صحیح بدست می

دهند و تنها تفاوتشان  در مدل بازسازی شده است، اما باید توجه داشت که این معیارها درکی نسبت به مشابهت شکل ساختارها ارائه نمی

نیز ارتباط    (PSNR)   دهند. معیار بیشینه نسبت سیگنال به نوفه های بیشتر میشتری به خطاهای مراتب بالاتر وزن بینرم   در این است که 

  SGDMلذا روش    کند،برای مقدار اوج مقدار سیگنال بیان میدارد و میزان سیگنال به نوفه را بر حسب دسی بل    دوم  نزدیکی با نرم مرتبه

علاوه بر مقدار هر پیکسل به    SSIM. معیار  نیز داردرا    PSNR  مقدار  ترینبیشدهد،  نشان می کمترین خطا را    2 با معیار    1در جدول    که

گیرد. طبق این  ساختمان محلی حول هر سلول نیز حساسیت دارد و برای سنجیدن شباهت دو تصویر بشکل متداول مورد استفاده قرار می

الف( که    –  5بهترین عملکرد را در بازسازی ساختارهای محلی و تخمین سرعت داشته است. همچنین شکل )  ADAMمعیار روش  

در کاهش تابع    ADAMهای مختلف را بر حسب شماره تکرار نشان میدهد، بیانگر عملکرد بسیار بهتر روش  لگاریتم تابع خطای روش 

ب( نیز نمایانگر قدرت هر روش در تغییر مدل اولیه و جستجوی فضای مدل برای نیل   –  5ای است. شکل )خطا و برازش به داده مشاهده 

   سرآمد بوده است. ADAMبه مدل بهینه است که از این جهت نیز عملکرد روش 
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 نتیجه گیری  5
که در آن از لایه های متداول در شبکه عصبی    پیشنهاد شده استمعادله موج هم ارز  بلوک یادگیری عمیق بازگشتی  یک در این مقاله،  

ای که قابلیت آموزش را در این  استفاده شده است. با این حال تنها لایه   تجمیععمیق مانند لایه کانولوشن، لایه ضرب هادامارد و لایه  

با سرعت مدل می باشد. لذا میتوان در یک فرایند آموزش  شبکه عصبی عمیق دارد، لایه ضرب هاداماردی است که وزن آن متناسب 

ارز وارونسازی  غیرنظارتی وزنهای این لایه را طوری بروز نمود که داده پیشبینی شده به داده واقعی برازش داده شود. این فرایند که هم 

و    معمولی است چند صد برابر سریعتر نسبت به وارونسازی شکل موج    GPUشکل موج کامل است، بخاطر استفاده محاسبات مبتنی بر  

های عصبی عمیق مانند روشهای مبتنی بر مومنتوم را دارد. اثر بخشی این  سازی روشهای بهینه سازی متداول در آموزش شبکه قابلیت پیاده 

بررسی شد و معیارهای کمی متعددی توانایی الگوریتم پیشنهادی در بازسازی مدل    مارموزیروش از طریق اعمال آن بر مدل مصنوعی  

موجک، هندسه برداشت  سازی مختلف، سایر این روشها در شرایط یکسان )سرعتی را تایید نمودند. بمنظور مقایسه عملکرد روشهای بهینه 

مشخص شد که در مسئله وارونسازی شکل  مطابق با شاخص شباهت ساختاری  اعمال شدند و    یک مجموعه داده   ( بریکسانمدل اولیه  و

انحراف  بیشترین  ،  را داردنرخ کاهش خطا در فضای داده  بالاترین  و  به داده    بیشترین برازش  حال که  در عین  ADAMموج، روش  

و مدل  در   تجمعی  قابلیت  است  بالاترین  داشته  نیز  را  مدل  فضای  بهینه جستجوی  تغییر روش  بطوریکه  از  ؛  شیبسازی  به    سریعترین 

ADMA شده است 0.77به  0.73از   شباهت ساختاری باعث افزایش شاخص  . 
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